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Kinstliche Intelligenz (KI) ist weltweit auf dem Vormarsch und kommt sektoreniibergreifend zum
Einsatz: Einer Umfrage des Ifo-Instituts zufolge beschaftigen sich mehr als 60 Prozent der Unter-
nehmen in Deutschland mit Anwendungsmoglichkeiten im eigenen Betrieb (Schaller, 2023).
Spétestens seit der Veréffentlichung von ChatGPT ist Kl auch in der allgemeinen Offentlichkeit
mehr als nur eine abstrakte Zukunftstechnologie: So geben in einer reprasentativen Umfrage

ein Fiinftel der Teilnehmerinnen und Teilnehmer an, die textbasierte Kl von OpenAl bereits aus-
probiert zu haben und mehr als 80 Prozent haben von ihr gehért (Bitkom, 2023). Auch in der
Energiebranche vollzieht sich die Transformation vom ,,KI-Potenzial“ zur ,,KI-Wirklichkeit“ und Ki
kommt vermehrt zum Einsatz, so zum Beispiel bei der Wartung von Anlagen und Maschinen
(Predictive Maintenance) oder in der Kraftwerkseinsatzplanung. Dabei wird besonders die Chance
hervorgehoben, Kl effektivim Kampf gegen den Klimawandel zu nutzen und damit die Energie-
wende zu beschleunigen. Konkrete Anwendungen reichen von verbesserten Wetterprognosen bis
hin zu Kl-gesteuerten Drohnen zur Stromnetziiberwachung. Ein Aspekt, der in der 6ffentlichen
Diskussion allerdings wenig Beachtung findet, ist der Stromverbrauch von Kl selbst.

Die Deutsche Energie-Agentur (dena) hat die Aufgabe, die Energiewende in Deutschland als Ideen-
geber und Umsetzungspartner voranzubringen. Das Future Energy Lab ist die Antwort der dena
auf die Notwendigkeit einer digitalisierten Energiewende: Ohne digitale Technologien ist eine voll-
stédndige Umstellung der Energieversorgung auf erneuerbare Energien nicht moglich. Im Future
Energy Lab entstehen neue Ideen in Zusammenarbeit mit innovativen Start-ups, Stakeholder aus
Politik, Wirtschaft und Wissenschaft werden zusammengebracht, um neue digitale Trends zligig
fiir die Energiewende zu verwerten, und es werden zukunftsweisende Pilotprojekte auf den Weg
gebracht. Dabei stellt die Nutzbarmachung von Kl fiir die Energiewende einen wesentlichen Tatig-
keitsschwerpunkt dar. Der Fokus liegt aber nicht einseitig auf Anwendungsmoglichkeiten von Kl
und digitalen Technologien im Allgemeinen, sondern ebenso auf der Klimabelastung, die durch
die Nutzung selbst entsteht. Denn nur eine ganzheitliche Betrachtung, die die vollstandigen hard-
ware- und softwareseitigen Lebenszyklusemissionen beriicksichtigt, garantiert einen Mehrwert
fir die Energiewende und damit Klima- und Menschenschutz.

Das Projekt ,,Energieeffiziente kiinstliche Intelligenz“ (EEKI) steht beispielhaft fir diesen Ansatz:
Das Ziel lautete, hardware- und softwareseitig Energieeinsparpotenziale fir KI-Anwendungen zu
identifizieren und experimentell zu bestétigen. Mit dem Fraunhofer Heinrich-Hertz-Institut (HHI)
wurde ein kompetenter Partner fiir die Versuchsdurchfiihrung gefunden, die mit ausgesprochen
positiven Ergebnissen abgeschlossen werden konnte.

Das Projekt wurde im Auftrag des Bundesministeriums fiir Wirtschaft und Klimaschutz (BMWK)
durchgefiihrt.

e TSt

Hendrik Zimmermann Fabian Seiter
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Kiinstliche Intelligenz (KI) verbreitet sich rasant: Kl-basierte
Systeme kommen in immer mehr Anwendungsfeldern zum
Einsatz und unterstiitzen zunehmend Entscheidungsprozesse in
der Energiewirtschaft, zum Beispiel fiir Bedarfsprognosen, die
pradiktive Wartung, die Erstellung von Kundenclustern oder die
Abwehr von Cyberangriffen (Kratochwill et al., 2020). Fir eine
erfolgreiche Anwendung missen diese komplexen Systeme mit
Millionen von Beispieldaten ,angelernt“ werden. Dieser rechen-
intensive Prozess wird tiblicherweise in groRen Rechenzentren
unter erheblichem Energieverbrauch durchgefiihrt. Bereits 2019
haben Strubel et al. (Strubell, Ganesh & McCallum, 2019)
gezeigt, dass der CO,-FufRabdruck eines State-of-the-Art-KI-
Modells mit dem CO,-AusstoR vergleichbar ist, den eine Person
mit {ber 300 Hin- und Riickflligen zwischen San Francisco und
New York verursacht. Die Entwicklung zu immer komplexeren
KI-Modellen hat sich zudem in den letzten Jahren insbesondere
durch die generativen préadiktiven Transformer-Modelle (GPT -
Generative Predictive Transformer) (OpenAl - Models, abgerufen
am 11.09.2023) beschleunigt, die beispielsweise in ChatGPT ein-
gesetzt werden. Bei diesen Modellen hat sich die Anzahl trainier-
barer Parameter noch einmal vertausendfacht, was mit einer
entsprechenden Erhéhung des Energieverbrauchs einhergeht.
Beim verteilten Training - einer Technik des maschinellen
Lernens (ML) von KI-Modellen - entsteht zusatzlich ein nicht zu
vernachldssigender Kommunikationsaufwand, der die Energie-
bilanz weiter verschlechtert.

Im Sinne der Klimaziele der Bundesregierung ist es neben der
Umstellung auf eine auf erneuerbaren Energien basierte Energie-
versorgung wichtig, den Stromverbrauch digitaler Technologien
und Anwendungen zu senken, insbesondere vor dem Hinter-
grund ihrer wachsenden Gréfie und zunehmenden weltweiten
Anwendung.

Diesem Ziel diente das vom Future Energy Lab der Deutschen
Energie-Agentur (dena) durchgefiihrte und vom Bundesministe-
rium fiir Wirtschaft und Klimaschutz (BMWK) beauftragte Projekt
sEnergieeffiziente kiinstliche Intelligenz“.

Konkret sollten auf zwei Wegen Energieeinsparungen
erreicht werden:

1. Durch eine verbesserte Modelliibertragung beim sogenannten
,Foderierten Lernen“ (FL - Federated Learning), einem neuarti-
gen Trainingsprozess fiir KI-Anwendungen. Dabei werden KI-Mo-
delle nicht auf einem zentralen Server trainiert, sondern dezen-
tral auf vielen verschiedenen Geraten. Dies hat den Vorteil, dass
die Daten zum Modelltraining nicht libertragen (versandt)
werden mussen. Stattdessen werden die Modelle Uibertragen
und spater zu einem grofRen Modell zusammengefiihrt. Dieser
Ansatz ist besonders datenschutzfreundlich. Ziel war, die Ener-
gieeffizienz durch neueste Kompressionsmethoden bei der
Modelllibertragung zu steigern: Dabei werden die KI-Modelle

vor der Ubertragung komprimiert und nach der Ubertragung
dekomprimiert, was zu einem geringeren Stromverbrauch fihrt.

Ergebnis: Durch diesen Ansatz konnten Energieeinsparungen
von bis zu 65 Prozent gegenliber Referenzverfahren gemessen
werden, bei denen keine Komprimierung stattfindet.

2. Durch die Entwicklung einer neuen Hardware-Architektur fir
die Anwendung austrainierter KI-Modelle. Dabei wurden spezia-
lisierte Rechenbeschleuniger, sogenannte Field Programmable
Gate Arrays (FPGAs), so verschaltet, dass fiir ihre Ansteuerung
weniger Rechenleistung bendtigt wird. FPGAs sind Compu-
terchips mit der Besonderheit, dass sich ihre elektrischen
Schaltkreise im Gegensatz zu herkdmmlichen Chips umpro-
grammieren lassen. Dadurch kdnnen sie sehr individuell an die
jeweils auszufiihrende Aufgabe angepasst werden und kommen
unter anderem flir die Ausfiihrung von KI-Anwendungen in
Rechenzentren zum Einsatz.

Ergebnis: Durch diesen Ansatz konnten Energieeinsparungen
von bis zu 31 Prozent gegeniiber herkdmmlichen Methoden
gemessen werden.

Damit konnte das Future Energy Lab in Zusammenarbeit mit
den Projektpartnern vom Fraunhofer Heinrich-Hertz-Institut
erstmalig zeigen, dass beim Training und bei der Ausfiihrung der
hier untersuchten KI-Anwendungen erhebliche Stromeinsparun-
gen moglich sind. Aus den Ergebnissen lassen sich wesentliche
Handlungsempfehlungen ableiten, die in Kapitel 5 hergeleitet
werden und im Folgenden zusammengefasst sind:

Handlungsempfehlungen auf Basis der neuen Hardware-

Architektur fiir den Einsatz in Rechenzentren:

m  Die offentliche und private Forschung auf dem Gebiet der
Energieeffizienz von Hardware-Architektur sollte weiter
vorangetrieben und gefordert werden.

m Dieindiesem Projekt unter Laborbedingungen getesteten
Methoden sollten in der Praxis eingesetzt werden, um die
Ergebnisse im Feld zu bestatigen.

B Rechenzentren werden in Zukunft wesentlich stérker auf
bestimmte Rechenoperationen spezialisiert sein bzw. sich
spezialisieren miissen, beispielsweise auf die Ausflihrung
von bildverarbeitenden KI-Anwendungen. Vor dem Hinter-
grund der energieeffizienten Ausfiihrung von Rechenopera-
tionen wird empfohlen, friihzeitig Anreize fiir diese Speziali-
sierung zu schaffen.

m  DerAnreiz zum Einbau energiesparender Hardware sollte
durch weitere, scharfere Effizienzvorgaben bzw. -anreize bei
neuen Rechenzentren oder fiir neu eingebaute Hardware-
Komponenten geférdert werden.

m Die Foérderung der Forschung zu energieeffizienten
KI-Anwendungen ist auch dann sinnvoll, wenn diese

Kurzfassung und Handlungsempfehlungen



Anwendungen netto flir mehr Energieeinsparung als -verbrauch
sorgen. Denn der Verbrauch der Anwendung selbst bleibt immer
positiv. Je mehr er gesenkt werden kann, desto besser. Selbst
wenn in Zukunft die Energieversorgung zu 100 Prozent erneuer-
bar sein sollte, sind Energieeffizienzsteigerungen nach wie vor
sinnvoll.

Handlungsempfehlungen auf Basis der Kompression der

Ubertragung beim foderierten Lernen:

m  Derim Projekt entwickelte Ansatz flir eine energieeffiziente-
re Dateniibertragung beim foderierten Lernen sollte ziigig
breitflachig eingesetzt werden, damit er sich idealerweise
parallel mit dem foderierten Lernen verbreitet.

Ubergreifende Handlungsempfehlungen:

m Dieim Projekt ermittelten Ergebnisse kdnnen Ausgangs-
punkt fiir die Entwicklung eines Energieeffizienzstandards
fiir KI-Modelle sein - hardware- wie softwareseitig. Entspre-
chende Standards, beispielsweise analog zu den Effizienz-
labels fiir Elektrogerate, bieten das Potenzial, eine wesent-
lich klimafreundlichere KI-Entwicklung und -Ausfiihrung
zu schaffen.

Im Folgenden wird in das Thema ,,Energieeffiziente KI“ sowie in
die Untersuchungsmethoden eingefiihrt. Anschliefend werden
fur beide Methoden Versuchsaufbau und -durchfiihrung sowie
die Ergebnisse im Detail vorgestellt. Im letzten Teil des Berichts
sind weiterflihrende Forschungs- und Entwicklungsthemen dar-
gestellt, die auf Basis der hier erhaltenen Ergebnisse zu weiteren
Energieeinsparungen fithren kdnnen, und es werden detaillierte
Empfehlungen gegeben, in welche Richtung auf Basis der Ergeb-
nisse weiter geforscht werden kann.

Kurzfassung und Handlungsempfehlungen
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Kiinstliche Intelligenz (KI) bleibt weiterhin unangefochten eines
der Topthemen der Digitalisierung und bietet groles Potenzial
fur die Energiewende (Deutsche Energie-Agentur (dena), 2023).
Gleichzeitig verbraucht sie bereits heute groRe Mengen Strom,
die in Anbetracht zunehmender Nutzung und immer komplexe-
rer Modelle signifikant steigen werden. Dies stellt einen Zielkon-
flikt dar. Selbst wenn der Nettonutzen von KI-Anwendungen
liberwiegt, also wenn die erreichten Einspareffekte groRer sind
als der durch die Verwendung entstehende Verbrauch, wird ein
Nettoverbrauch lbrig bleiben. Diesen so weit wie moglich zu
reduzieren, istim Sinne der Energiewende und einer klimaneu-
tralen Digitalisierung.

Es ist relativ komplex, den Energieverbrauch von KI-Anwendun-
gen und im weiteren Sinne die Klima- und Umweltbelastung,
was den Ressourcenverbrauch, die Entsorgung von Hardware
etc. mit einbezieht, zu quantifizieren. Das Projekt ,Energieeffizi-
ente kiinstliche Intelligenz® (EEKI) und die durchgefiihrten Un-
tersuchungen beziehen sich ausschlieflich auf den Stromver-
brauch wahrend des Trainings und der Ausfiihrung bestimmter
KI-Modelle. Eine ganzheitliche Betrachtung, die die gesamte
Klima- und Umweltbelastung beispielsweise durch die einge-
setzte Hardware mit beriicksichtigt, wird nicht vorgenommen,
ist aber fiir eine abschlieRende Beurteilung der Klimabelastung
durch KI-Anwendungen natirlich notwendig. Der Stromver-
brauch von KI-Anwendungen und die Bewertung der Klimabe-
lastung durch den Verbrauch hangen von verschiedenen
Faktoren ab, wie im Folgenden dargestellt.

1.1 Stromverbrauch durch KI-Anwendungen

Anzahl der Nutzerinnen und Nutzer einer KI-Anwendung
Eine Studie der University of Massachusetts Amherst (Strubell,
Ganesh & McCallum, 2019) kam zu dem Ergebnis, dass das
Training eines einzigen neuronalen Netzes einen CO,-AusstoR
von flinf Autos wédhrend ihrer gesamten Lebenszeit inklusive des
dabei verbrauchten Kraftstoffs verursacht. Zur Bewertung der
Klimabelastung muss neben dem absoluten Verbrauch unter
anderem die Anzahl der Nutzerinnen und Nutzer des KI-Modells
berticksichtigt werden. Im Falle der Fahrzeuge verteilt sich der
CO,-AusstoR auf moglicherweise 5 bis 20 Personen, im Falle der
Kl unter Umstdnden auf mehrere Hunderttausend. Dieses
Beispiel verdeutlicht, dass die Bewertung der Klimabelastung
durch KI-Anwendungen komplex ist.

Einsatzweck der KI-Anwendung

Neben dem absoluten Energieverbrauch und dem Energiever-
brauch pro Nutzerin und Nutzer muss fiir ein vollstandiges Bild
der Nutzen der KI-Anwendung in die Betrachtung einbezogen
werden. Thorsten Staake, Professor flir Wirtschaftsinformatik an
der Universitdt Bamberg und Spezialist fiir energieeffiziente
Systeme, gibt hier eine Einordnung: ,Wenn, als Beispiel, flir das

Training eines neuronalen Netzes fiir einen Spurhalte-Assistenten
fur eine ganze Fahrzeugflotte eines groRen Herstellers Energie in
der Hohe des Verbrauchs eines Pkw aufgewendet wird und damit
auch nur ein Unfall verhindert wird, wéare das energetisch schon
kompensiert - vom zusétzlichen Wert fiir die Unfallbeteiligten
ganz abgesehen“ (Lobe, 2019). Dies ist ein Beispiel dafiir, wie eine
KI-Anwendung den Energieverbrauch, der mit Training und Aus-
flihrung assoziiert ist, iberkompensiert, indem durch ihren Ein-
satz Energie und indirekt CO, gespart wird.

Kl-bedingter Strombedarf in Rechenzentren

Der Strombedarf fiir Rechenzentren betrug bereits im Jahr 2022
mit 17,9 TWh (Borderstep, abgerufen am 15.09.2023) 3,74 Prozent
des gesamten Stromverbrauchs der Bundesrepublik Deutsch-
land (insgesamt 484 TWh laut Bundesnetzagentur). Zu diesem
Verbrauch in Rechenzentren trugen im Jahr 2022 weit tGiber

2 Millionen Server mit 7,8 TWh bei. Dies entspricht bei der
Nutzung des deutschen Strommix fiir 2022 einem Ausstol3 von
3,4 Millionen Tonnen CO, (Bitkom, abgerufen am 15.09.2023). Mit
17,9 TWh Stromverbrauch in Rechenzentren im Jahr 2022 wurde
damit bereits mehr Strom verbraucht, als noch vor einigen Jah-
ren flir das Jahr 2025 mit 16,4 TWh prognostiziert wurde
(Hintemann & Clausen, 2016). Wie erwahnt, waren KI-Anwendun-
gen schon in den letzten Jahren mit ihren Millionen bendtigten
Einzelberechnungen sehr rechenintensiv, wobei durch die kirz-
lich entwickelten Modelle wie GPT (OpenAl - Models, abgerufen
am 11.09.2023) die Anzahl an Berechnungen exponentiell auf
Milliarden Rechenoperationen angestiegen ist. Die wachsende
Bedeutung von KI-Anwendungen sowie deren zunehmende Kom-
plexitat bzw. immer héhere bendtigte Rechenleistung flihren zu
einem erhohten Stromverbrauch und infolgedessen zu einem
Anstieg der CO,-Emissionen. Dieser Verbrauch findet in erster
Linie in Rechenzentren statt, in denen KI-Anwendungen in der
Regel trainiert und ausgefiihrt werden. Vor dem Hintergrund der
Zielsetzung der Bundesrepublik Deutschland, die CO,-Emissio-
nen bis 2030 um 60 Prozent gegeniliber 1990 zu senken und bis
2045 komplett treibhausgasneutral zu werden, stellt die energie-
effiziente Ausgestaltung digitaler Technologien eine Grundvoraus-
setzung fiir das Erreichen dieser Zielmarken dar. In anderen Staa-
ten und Regionen kann die CO.-Intensitat des Stromverbrauchs
von Rechenzentren aufRerdem noch hoher liegen.

Komplexitdt des Use Case und des KI-Modells

Der Trend geht zu immer komplexer werdenden Kl-Anséatzen und
einem enormen Anstieg an zu verarbeitenden Daten. Dies fiihrt
zu einem zusatzlichen Rechenleistungs- und damit einem erhoéh-
ten Energiebedarf. Wenngleich Kl ein groRes Potenzial zur Ener-
gieeffizienzsteigerung bietet, muss daher verhindert werden,
dass es bei ihrer Anwendung zu Rebound-Effekten kommt, also
die Nutzeneffekte durch den erhdhten Energieverbrauch wieder
aufgehoben werden. Insofern ist eine wirksame Losungsstrategie
zur energieeffizienten Ausgestaltung der Technologie zwingend
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erforderlich. Dabei muss die Effizienz entlang der gesamten
Wertschdpfungskette sowohl hardware- als auch softwareseitig
betrachtet werden. Dies wurde im Projekt EEKI beispielhaft fiir
die Hardware-Optimierung von KI-Modellen bei der Anwendung
sowie fiir die Software-Lésung bei der energieeffizienten Uber-
tragung von KI-Modellen durchgefiihrt.

1.2 Einfithrung in kiinstliche neuronale Netze

Die Entwicklung kuinstlicher Intelligenz verfolgt das Ziel, Maschi-
nen in die Lage zu versetzen, Probleme und Aufgaben selbst-
standig zu l6sen. Das Kl-Teilgebiet des maschinellen Lernens
befasst sich mit dem Trainieren von Modellen fiir das Erkennen
und Vorhersagen statistischer Muster und Eigenschaften in Da-
ten. Angelehnt an das biologische Vorbild eines natiirlichen

neuronalen Netzes zur Informationsverarbeitung werden beim
Deep Learning, einem Teilgebiet des maschinellen Lernens,
klnstliche neuronale Netze (KNN) als Modelle verwendet. Die
KI-Anwendungen, deren Energieeffizienz im Projekt untersucht
wurde, basieren auf kiinstlichen neuronalen Netzen. Deren
Aufbau und Funktion werden im Folgenden erldutert.

KNN sind uiblicherweise in sequenziell angeordneten Schichten
aufgebaut, wobei jede Schicht den Output der vorherigen
Schicht transformiert bzw. filtert und wiederum als Input an die
nachste Schicht weiterreicht (siehe Abbildung 1). Jede Schicht
besteht aus einer Reihe von Knotenpunkten, an denen Informa-
tionssignale zusammenlaufen und fiir die nachste Schicht
weiterverarbeitet werden. Ein Knotenpunkt wird in Anlehnung
an das menschliche Gehirn auch als Neuron bezeichnet.

Input-Schicht Versteckte Schicht 1 Versteckte Schicht 2 Output-Schicht
x1 y¥% y% v
x2 y2 y% y%
X3 y¥3 y% y¥s

Abbildung 1: Schematische Darstellung eines KNN mit vier Schichten

Durch diese Eigenschaften sind KNN in der Lage, natiirliche
neuronale Systeme nachzubilden. Sie werden beispielsweise in
der Bildklassifikation eingesetzt. Hier sorgen die verschiedenen
Schichten zumeist fiir die Detektion geometrischer Objekte in
unterschiedlichen Abstraktionslevels: Wahrend der Input-
Schicht nachgelagerte Schichten versuchen, einfache Struktu-
ren wie etwa Kanten im Bild zu erkennen, setzen spatere Schich-
ten diese einfachen Strukturen zu immer komplexeren Gefligen
zusammen, wodurch schlieflich ganze Szenen im Bild klassifi-
ziert werden konnen.

Realisiert wird eine Schicht eines KNN durch eine Umwandlung
(Ublicherweise in Form einer linearen Transformation) der
Aktivierungen der Input-Neuronen (Input-Schicht in Abbildung 1)
mit anschliefender nicht linearer Aktivierung der Output-Neu-
ronen. Die Umwandlung der Aktivierung der Input-Neuronen
kann als Matrix-Vektor-Multiplikation implementiert werden
und stellt analog zur Synapse als biologische Verknlpfung
zweier Nervenzellen die Verbindung zwischen den Input- und
Output-Neuronen einer Schicht her.

Die Aktivierungsfunktion, das bedeutet die Parameter, die dazu
flihren, dass ein Neuron aktiviert wird, kann beispielsweise da-
fur sorgen, dass Neuronen, deren Aktivierung einen gewissen
Schwellenwert nicht Gberschreitet, gar nicht erst aktiviert wer-
den und sie somit keinen Einfluss auf nachfolgende Schichten
haben. Gerade nicht lineare Aktivierungsfunktionen, wie etwa
die haufig verwendeten Funktionen ReLU (Rectified Linear Unit)
und GELU (Gaufian Error Linear Unit), ermoglichen die Verwen-
dung beliebig komplexer Transformationsschichten, was wiede-
rum KNN ihre vielseitige Einsetzbarkeit verleiht. Wichtig ist
auch, dass es keine allgemeingiiltige Konvention gibt, ab
welcher Anzahl von Schichten ein KNN als tiefes neuronales
Netz bezeichnet wird.

Die Verbindungen zwischen den Input- und den Output-Neuro-
nen einer KNN-Schicht stellen also Gewichte oder Gewichtungs-
faktoren in einer Transformationsmatrix dar. Diese Gewichte
werden innerhalb eines Trainings beispielsweise auf einem
vorklassifizierten Datensatz iterativ mittels Optimierungsverfah-
ren wie dem stochastischen Gradientenabstiegsverfahren so
lange angepasst, bis sich eine gewlinschte Klassifikationsglite
einstellt. Vereinfacht gesagt, gibt ein Gewicht den Grad an,
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wie stark ein Input-Neuron pro Schicht veréandert wird. Alle
Gewichte bzw. Parameter eines KNN zusammen bilden ein (KI-)
Modell. Auch der Trainingsprozess selbst bildet ein biologisches
neuronales Netz nach, indem sich mit jedem Trainingsschritt
die Starke der Verbindungen verandert, also die Gewichtswerte
flir das KNN.

Die Trainingsphase zur Einstellung der Gewichte ist sehr rechen-
intensiv. Daher konnten erst in den letzten Jahrzehnten Uber die
stetig steigende Verfiigbarkeit von Rechenleistung und Verar-
beitbarkeit groler Datenmengen infolge der Digitalisierung
immer komplexere KNN konzipiert werden, die die bis dahin
verwendeten Technologien bei Weitem Ubertrafen. Gerade die
Verwendung tiefer neuronaler Netze kann Lésungen fiir komple-
xe Probleme in Anwendungsbereichen wie Bildanalyse, Sprach-
verarbeitung, Autonomes Fahren oder Medikamentenforschung
und in vielen weiteren liefern. Durch diese Erfolge sind neurona-
le Netze inzwischen ein essenzieller Bestandteil vieler Anwen-
dungen und aktuell geht die Entwicklung hin zu immer komple-
xeren und zuverlassigeren neuronalen Netzen. Entsprechend
wird auch deren Topologie immer komplexer, also die Anzahl
ihrer Schichten, Verkniipfungen und Parameter. Dies hat sich

in den letzten Jahren noch einmal durch die generativen pra-
diktiven Transformer-Modelle (GPT) (OpenAl - Models, abgeru-
fen am 11.09.2023) beschleunigt, die zum Beispiel in ChatGPT
eingesetzt werden.

Ein typischer Vertreter eines solchen KI-Modells fiir Bilderken-
nung ist VGG16 (Visual Graph Group mit 16 Parameter-Schich-
ten), ein neuronales Netz mit 21 Schichten (davon 16 Parameter-
Schichten und fiinf spezielle ,MaxPool“-Schichten ohne
Parameter) und (iber 138 Millionen trainierbaren Parametern.
Im Vergleich dazu hat ein einfaches lineares Modell, das den In-
put lediglich linear transformiert, lediglich rund 50.000 trainier-
bare Parameter. Durch die generativen pradiktiven Transformer-
Modelle, die in den letzten Jahren entwickelt wurden, hat sich
die Anzahl an Parametern noch einmal exponentiell erhoht. So
hat beispielsweise das GPT-3-Modell ca. 175 Milliarden Parame-
ter (Brown, 2020).

Die zunehmende Komplexitdt von KI-Modellen scheint einer-
seits eine zwingende Voraussetzung fiir die Schliisselstellung zu
sein, die KI mittlerweile einnimmt, fiihrt aber andererseits auch
zu einem immer héheren Stromverbrauch flir KI-Anwendungen.
Neben der bereits angesprochenen rechenintensiven Trainings-
phase betrifft die Problematik des hdheren Energieverbrauchs
insbesondere auch (1) die Ausfiihrung (sogenannte Inferenz)
dieser komplexen Modelle in KI-Anwendungen und aufgrund der
zunehmenden Popularitat dezentraler KI-Anwendungen, wie
des Internet of Things (10T) oder des Federated Learning (Fode-
riertes Lernen), auch (2) die Ubertragung von Ki-Modellen von
einem Sender zu einem Empfanger. Diese Phasen waren Gegen-
stand des EEKI-Projekts und sind in diesem Bericht erlautert.
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Wie bereits in der Einleitung dargestellt, hat sich der Stromver-
brauch in Rechenzentren weiter erhdht, starker sogar, als noch
vor einigen Jahren prognostiziert. Ein wesentlicher Grund dafiir
besteht in Anwendungen des maschinellen Lernens (ML), die in
den letzten Jahren drastisch zugenommen haben. Diese Anwen-
dungen werden nun neben den klassischen Verfahren zur Sig-
nalverarbeitung und Computergrafik auf den vorhandenen
prozessorbasierten Rechnersystemen und Servern, aber auch
auf den klassischen Arbeitsplatzrechnern ausgefiihrt. Da diese
Hardware urspriinglich nicht fiir KI-Prozesse konzipiert wurde,
werden diese Anwendungen ineffizient ausgefiihrt und benéti-
gen sehr viel Energie. Insbesondere haben prozessorbasierte
Rechnersysteme eine geringe spezifische Rechenleistung pro
Rechenknoten mit weniger Floating Point Operations (FLOPs)
pro Sekunde. (Die Einheit wird als Vergleichsmafstab fiir
Rechenoperationen verwendet.)

Um hier flir eine hohere spezifische Rechenleistung zu sorgen,
wurden spezielle Rechenbeschleuniger entwickelt. So haben
sich im Bereich der Grafikverarbeitung eigens darauf ausgerich-
tete Grafikkarten (GPU - Graphics Processing Unit) etabliert,
wahrend fiir allgemeinere Anwendungen der Signalverarbeitung
liberwiegend FPGA-basierte Systeme (FPGA - Field Programma-
ble Gate Array) entwickelt und eingesetzt wurden. Auch in neue-
ren Anwendungen, wie dem Edge Computing in Mobilfunkan-
wendungen, kommen FPGAs zum Einsatz. Beziiglich der
neueren Anwendungen zum maschinellen Lernen werden
sowohl GPUs als auch FPGAs eingesetzt (Falsafi et al., 2017).
Beide Systeme werden etwa von kommerziellen Anbietern von
Cloud-Computing-Ressourcen angeboten. Als Beispiel sei hier
Amazon Cloud AWS genannt, das Nutzern sowohl FPGA-Syste-
me (Amazon-a, abgerufen am 16.09.2023) als auch GPU-basierte
Rechnerinstanzen (Amazon-b, abgerufen am 16.09.2023)
anbietet. Auch der Cloud-Anbieter Microsoft Azure setzt teilwei-
se FPGA-basierte Systeme zur Beschleunigung seiner Kl-basier-
ten Dienste ein, wie zum Beispiel fiir die Suchmaschine
Microsoft Bing (Putnam, Caulfield, Chung & Burger, 2015).

Neben diesen grofen Anbietern von Public-Cloud-Systemen
setzen zunehmend auch nationale Anbieter in grolem MalRe
Rechenbeschleuniger ein, um den drastisch steigenden Bedarf
an Rechenleistung fir KI-Anwendungen decken zu kénnen. Dies
gilt in besonderem Mafe auch fiir Deutschland, da Datenschutz-
behdrden aus rechtlichen und sicherheitsrelevanten Erwagun-
gen von der Nutzung globaler Anbieter wie Amazon, Google und
Microsoft teilweise abraten.

Abbildung 2 stellt eine typische Konfiguration einer Private-
Cloud-Installation dar, wie sie bei Bedarf von entsprechenden
Dienstleistern angemietet werden kann. Private-Cloud-Dienste
sind dadurch gekennzeichnet, dass alle Hard- und Software-
Ressourcen einem einzigen Kunden zugeordnet sind. GrofRe
Unternehmen, aber auch staatliche Institutionen nutzen Pri-
vate-Cloud-Dienste aus Effizienz- und Sicherheitsgriinden. Die
in der Abbildung dargestellte Konfiguration beinhaltet spezielle
Rechenbeschleuniger (Compute Nodes), wie sie fiir KI-Anwen-
dungen eingesetzt werden. Neben einer Hochgeschwindigkeits-
Verbindungsstruktur besitzt sie ein Speicher- und ein Manage-
mentsystem, tiber das die Lastverteilung der Rechner vorge-
nommen werden kann.
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Die im Projekt entwickelte Methode zur energieeffizienten
Anwendung von KI-Modellen besteht in einer neuartigen Art und
Weise, wie Kl-spezifische Rechenbeschleuniger in Rechnersyste-
me integriert werden kdnnen (siehe auch Abbildung 2). Sie
zeichnet sich dadurch aus, dass auf einen grof3en Teil der nor-
malerweise bendtigten Serverrechner verzichtet werden kann.
Dies wird durch eine starke Reduzierung der Verlustleistung
(Differenz zwischen benétigtem Strom flir Rechenleistung und
tatsachlich verbrauchtem Strom) erreicht, die in herkommli-
chen Systemen anféllt. Entsprechend kann die Energieeffizienz
erheblich gesteigert und damit der Kl-spezifische CO,-Ausstof’
wesentlich verringert werden.

Die Verarbeitungsarchitekturen fiir Kl sind auf unterschiedliche
Weise implementiert: flir GPU- oder prozessorbasierte Systeme
meist als Software und fiir FPGA-basierte Systeme als Hardware-
Komponenten. Die Hauptrechenlast und damit der grof3te Anteil
des Energiebedarfs werden dabei durch die Kernalgorithmen

CPU

GPGPU

Energiebedarf [ Flexibilitat

der KI-Anwendungen (wie Matrix- und Tensor-Multiplikationen)
verursacht. Zur Reduktion dieses Energiebedarfs gibt es unter-
schiedliche Ansatze. So wird im Wesentlichen an Losungen gear-
beitet, die FPGAs fiir die Beschleunigung von KI-Algorithmen
verwenden oder eigene Chips (ASIC - Application-Specific Inte-
grated Circuit) entwickeln. ASICs wiederum stellen die optimale
Losung fiir eine spezifische Anwendung dar, insbesondere
bezliglich des Energieverbrauchs pro Rechenoperation, sind
jedoch durch ihre spezielle Entwicklung sehr teuer und kénnen
nicht fir andere Anwendungen verwendet werden (Sze, Chen,
Yang & Emer, 2017). Bei aktuellen Halbleiterprozessen belaufen
sich allein die reinen Einrichtungskosten fiir die Fertigung auf
mehrere Millionen Euro.

ASIP

FPGA

ASIC

Kl-spezifische Rechenleistung

Abbildung 3: Rechnersysteme und ihre Kl-spezifische Leistungsfahigkeit sowie Energiebedarf/Flexibilitat
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In Abbildung 3 sind unterschiedliche Rechnersysteme beziiglich
ihrer Rechenleistung fiir KI-Anwendungen und ihres Energiebe-
darfs dargestellt. Eine Steigerung der Energieeffizienz wird in
der Regel durch einen hoheren Spezialisierungsgrad der jeweili-
gen Ausfiihrungsplattform erzielt. Verfligt ein Prozessor zum
Beispiel Uiber spezielle Instruktionssatzerweiterungen?, um
Matrixmultiplikationen bearbeiten zu kdnnen, ist er entspre-
chend besser fiir Anwendungen des maschinellen Lernens ge-
eignet, da er die Kernoperationen optimaler, das heif3t schneller
in Bezug auf die Anzahl benétigter Takte einer gegebenen Takt-
frequenz, ausfiihren kann (Nurvitadhi et al., 2016).

Als Erweiterung der GPUs wurden sogenannte General Purpose
GPUs (GPGPU) entwickelt, die Gber sehr viele kleine, spezielle
Verarbeitungseinheiten verfiigen und besonders effizient bei
Problemstellungen mit hoher Datenparallelitét sind (Daten-
parallelitat bedeutet, dass Daten unabhéangig voneinander und
damit gleichzeitig bearbeitet werden konnen), da sie nach dem
SIMD?-Prinzip arbeiten. Zusétzlich profitieren GPGPUs vom loka-
len Speicher der Grafikkarte und den damit verbundenen kiirze-
ren Zugriffszeiten gegenliber weiter entfernten Speichern wie
dem Hauptspeicher eines Computers sowie von einem breitban-
digen Speicher-Interface mit hoher Datenrate zum externen
Speicher.

Eine weitere Effizienzsteigerung stellen applikationsspezifische
Prozessoren, sogenannte ASIPs (Application-Specific Instruc-
tion-Set Processors) dar. Bei ihnen wird die grundsatzliche
Programmierbarkeit eines speziellen Prozessors zugunsten der
effektiveren Abarbeitung von Kl-Algorithmen eingeschrankt. Ein
typischer ASIP-Vertreter ist die Tensor Processing Unit (TPU) von
Google (Google, abgerufen am 16.09.2023), die speziell auf
Anwendungen des maschinellen Lernens optimiert wurde und
nur flr ausgewdhlte ML-Verfahren programmierbar ist. Auf den
bisher beschriebenen Plattformen werden in der Regel Algorith-
men unter Einsatz einer spezialisierten Programmiersprache
implementiert, die dann unter Anwendung der entsprechenden
Entwicklungssoftware in einen auf dem jeweiligen Prozessor
ausfiihrbaren Code Uberfiihrt werden.

Eine weitere Steigerung der Energieeffizienz lasst sich liber die
Entwicklung spezieller Hardware-Beschleuniger fiir bestimmte
Halbleitertechnologien erreichen. Hier nehmen FPGAs eine Son-
derrolle ein, da sie zum einen den Vorteil besitzen, spezielle
Hardware-Implementierungen abzubilden, und zum anderen
dhnlich wie Central Processing Units (CPUs) oder GPUs wahrend
des Betriebs rekonfigurierbar sind, womit eine eigene Art der
Programmierbarkeit gegeben ist. Durch ihre spezielle Hardware-
Implementierung kdnnen FPGAs auch irregulare Verarbeitungs-
strukturen gut abbilden. Gleichzeitig enthalten sie Tausende
Hardware-Multiplizierer, die fiir neuronale Netze eine groRe
Bedeutung haben. In Xia et al. (2019) wird ein FPGA-basiertes

System beschrieben, das der umfangreichen parallelen Verar-
beitung von tiefen neuronalen Netzen dienen soll.

Damit stellen FPGAs auch in Abbildung 3 ein Optimum zwischen
Kl-spezifischer Rechenleistung, Flexibilitdt und Energiebedarf
dar und wurden auch als Basis fiir die Rechnerarchitektur zur
energieeffizienten KI-Modellanwendung im Rahmen des
Projekts verwendet. Dabei lag der Fokus auf der Flexibilitatim
Hinblick auf unterschiedliche Netzarchitekturen, wobei eine
Kopplung der FPGAs (iber ein Peripheral Component Intercon-
nect Express (PCle) Interface® vorgenommen wird. Bei den un-
tersuchten Netzen zeigt sich eine leicht schnellere Verarbeitung
der Daten bei gesteigerter Energieeffizienz. In Wang et al. (2020)
wurde die massive Parallelisierung des Trainings von Deep
Convolutional Neural Networks (DCNN) mithilfe von FPGAs
gezeigt und eine Energieeinsparung um den Faktor vier be-
schrieben. Zudem verdeutlicht das dargestellte Verfahren zwar
die Bedeutung der schnellen Netzwerkkommunikation, bietet
aber keine Integration in Rechenzentren. Im Projekt Brainwave
(Microsoft, abgerufen am 16.09.2023) verwendet Microsoft einen
mittels PCle eng an der Server gekoppelten FPGA fiir maschinel-
les Lernen der Suchmaschine Bing. In dem Bericht dazu werden
insbesondere die geringe Latenz bei zugleich hohem Durchsatz
sowie die geringen Kosten von 21 US-Cent pro 1 Million Bildern
hervorgehoben. Intel (Nurvitadhi et al., 2019) zeigt die Bedeu-
tung von eng an Server gekoppelten FPGA-Beschleunigern fiir
komplexe neuronale Netze.

Die hochste Energieeffizienz (siehe Abbildung 3) ergibt sich
durch ASICs, die jedoch nur fiir eine spezielle Aufgabe entwickelt
wurden und in ihrer Fertigung, wie bereits beschrieben, sehr
teuer sind.

Aus diesen Betrachtungen ergab sich die Vorgabe fiir FPGA-ba-
sierte Rechenbeschleuniger. Die Ergebnisse dieser Entwicklung
sind in den folgenden Abschnitten dargestellt, insbesondere zur
Integration des Rechenbeschleunigers in aktuelle Rechenzent-
ren, zu den notwendigen Schnittstellen und zur erforderlichen
Datenlibertragung. Des Weiteren wird die exemplarische Ver-
lustleistungsbetrachtung als Grundlage fiir die Beurteilung
unterschiedlicher Verarbeitungsarchitekturen beschrieben.

1 Erweiterung des Befehlssatzes einer CPU fiir spezielle Aufgaben, beispielsweise fiir Matrixmultiplikationen.
2 Single Instruction Multiple Data (SIMD) beschreibt die parallele Verarbeitung von Datenwortern, die sich in einem Prozessorregister befinden, jedoch eine getrennte arithmetische Verarbeitungseinheit verwenden.
3 Standard fiir eine Erweiterungsschnittstelle eines PC, iiber die man zum Beispiel Grafikkarten anbinden kann.
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2.1 Alternative Methoden der Integration von
Rechenbeschleunigern

Neben den oben erwahnten PCle-Schnittstellen bieten her-
kdmmliche Rechnersysteme eine Vielzahl weiterer Schnittstel-
len, deren wichtigster Vertreter die standardisierte Ethernet-
Schnittstelle ist, eine Hochgeschwindigkeits-Verbindungs-
struktur (> 10 GBit/s). Ethernet-Schnittstellen werden in Rechen-
zentren neben Infiniband* fiir die Vernetzung von Rechnersyste-
men verwendet. Insofern bietet sich Ethernet als Schnittstelle
fur die Kommunikation mit Hardware-Beschleunigern an, da

die Schnittstellen weit verbreitet sind.

Die ideale Losung wére eine Konfiguration, in der die Schnitt-
stelle direkt auf dem Beschleuniger untergebracht ist und kein
zusétzlicher Hostrechner fiir den Datentransfer benétigt wird.
Dafiir ist der Einsatz eines komplett hardwarebasierten Netz-
werkprotokollstapels erforderlich, der es erlaubt, beliebige
Rechenbeschleuniger liber standardisierte Netzwerkschnittstel-
len anzusprechen und zu betreiben. Die Schnittstelle ist dann, je
nach verwendeter Technologie, mit bis zu 100 Gbit/s betreibbar
und liefert damit ahnlich hohe Datenraten wie herkdmmliche
Bussysteme.®

Diese ideale Losung als reines Hardware-System hat weitere
Vorteile, wie zum Beispiel niedrige Latenz, kurze Reaktionszei-
ten und eine Optimierung der Ausfallsicherheit, da auf jegliche
Art von Software verzichtet werden kann.

Zusammenfassend lasst sich hier feststellen: Die Umsetzung
hardwarebasierter Netzwerkprotokolle erlaubt es, Hardware-
Beschleuniger direkt mit einer Hochgeschwindigkeits-Netzwerk-
schnittstelle auszustatten (beispielsweise Ethernet), wie sie fiir
die Integration in Rechenzentren benétigt wird, ohne dabei ein
Rechnersystem einsetzen zu miissen.

2.2 Konzeption einer Rechnerarchitektur fiir
energieeffiziente Inferenz

Projektziel war, die Energieeffizienz wéhrend der Ausfiihrung
(Inferenz) liber eine neuartige FPGA-basierte Rechnerarchitektur
zu steigern. FPGA-Beschleuniger stellen, wie weiter oben darge-
legt, eine ideale Mischung aus Flexibilitat, Performance und
Energieeffizienz dar und bieten sich deshalb als Basis flir eine
energieeffiziente Rechnerarchitektur an. In bisherigen Systemen
sind die FPGA-Beschleuniger meist eng liber das interne Bussys-

tem PCle mit einem Tragerrechner gekoppelt, wie in Abbildung 4
deutlich wird.

Rechenbeschleuniger

PCle-Kopplung

Abbildung 4: PCle-basierte Anbindung an FPGA- bzw. GPGPU-basierte Rechenbeschleuniger

4 Hochgeschwindigkeitsnetzwerk zur Nutzung in Rechenzentren mit geringer Latenz.

5 Bussysteme dienen als Kommunikationsstruktur in Computern. Damit wird beispielsweise die Speicherhardware an den Prozessor angebunden
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Diese enge Bindung limitiert die Anzahl der Systeme pro Trager-
plattform auf oftmals zwei Beschleuniger pro Rechenknoten.

Zur Umgehung dieser Limitierung werden die FPGA-Beschleuni-
ger mittels Netzwerkschnittstellen an das Hochgeschwindig-
keits-Kommunikationsnetzwerk des Rechenzentrums ange-
schlossen. Samtliche Kommunikation mit dem Beschleuniger
erfolgt liber das Netzwerk. Auf Basis dieser Kerntechnologie
kann zudem auf einen grofRen Teil der normalerweise benétig-
ten Serverrechner durch die Netzwerkkopplung verzichtet

werden. Durch die so zu erreichende drastische Reduzierung der
Gesamtverlustleistung kann die Energieeffizienz erheblich
gesteigert und damit der Kl-spezifische CO,-Ausstol wesentlich
verringert werden. Das Konzept der netzwerkgekoppelten FPGA-
Beschleuniger wird auch NAA (Network-Attached Accelerator)

genannt.

Die Anbindung der FPGA-Beschleuniger an einen Steuerrechner
liber das Netzwerk ist in Abbildung 5 schematisch dargestellt.

Bis zu 1.000 Rechenbeschleuniger
pro Compute Node

10G/40G Ethernet Verbindung zum Hochgeschwindigkeitsbeschleuniger

Verbindung zum Hochgeschwindig-
keitsbeschleuniger
@)
O
Compute Node

Abbildung 5: Anbindung der netzwerkbasierten FPGA-Beschleuniger an einen Steuerserver (Compute Node)
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2.3 Implementierung der NAA-Rechnerarchi- Dies bietet eine sehr gute Interoperabilitit und eine zuverlassi-
tektur fiir energieeffiziente Inferenz ge, verbindungsorientierte Kommunikation, geringe Latenz und
RDMA-Transfers (Remote Direct Memory Access), was die CPU-
Da die energieeffiziente Ausfihrung (Inferenz) eines neuronalen Last der Steuerrechner verringert.
Netzes (DCNN) auf Basis einer neuen Rechnerarchitektur mit

allein stehenden, netzwerkgekoppelten Rechenbeschleunigern Um die Schnittstellen eines FPGA nutzen zu kénnen, wurde ein
(hier FPGA) unter Verzicht auf einen eng gekoppelten Tragerser- Hardware-Framework (auch Accelerator Framework), wie in
ver erfolgen sollte, stellt die Netzwerkkommunikation einen Abbildung 6 dargestellt, konzeptioniert und implementiert. Das
wesentlicher Baustein dar. Accelerator Framework bietet Zugriff auf den externen DDR3-
Speicher und dient der Kommunikation zwischen verschiede-
Die Kommunikation zu und zwischen den NAAs erfolgt Giber nen FPGA-internen Funktionsmodulen. Zudem sind im Frame-
das Ethernet-basierte Hochgeschwindigkeitsnetzwerk mit der work die Netzwerkschnittstelle sowie das RDMA-Protokoll
Bezeichnung RoCEv2 (RDMA over Converged Ethernet Version 2). RoCEv2 fiir den externen Datenaustausch via Netzwerk imple-
mentiert.

Intel Arria 10 FPGA
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Abbildung 6: NAA-Hardware-Framework
Im Laufe des Projekts wurde der RoCEv2-Funktionsblock, das verbindungsorientierte Kommunikation von RoCEv2 ist ein rei-
heiRt die Einheit im FPGA, die die Funktion RoCEv2 ausflhrt, in bungsloser Betrieb auch in stérungsbehafteten Netzwerkumge-
das Framework integriert. Kommunikationstests mit Testdaten bungen garantiert. Dies wird durch robuste Fehlererkennungs-
wurden erfolgreich durchgefiihrt, womit die Integration der ML- mechanismen und Korrekturverfahren sichergestellt.

Beschleuniger, also die Versorgung der Beschleuniger mit neuen
Eingangsdaten sowie das Auslesen der erkannten Objektklas-
sen, sichergestellt werden konnte. Durch die zuverlassige,
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2.4 Spezifikation der Key-Performance-
Indikatoren

Um die Effizienzsteigerungen zu messen, wurden Key-Perfor-
mance-Indikatoren fiir den Energieverbrauch definiert. Malgeb-
lich ist dabei der Energieverbrauch einer Klassifizierung pro Bild
bei der Inferenz. Dieser MalRstab stellt die eingesetzte Energie

in einem Verhéltnis zum Durchsatz (also zur Rechenleistung)
entsprechend der folgenden Formel dar:

Energieproframe = Gesamtenergie des Messzeitraums
Anzahl der Bilder

Bei der Ermittlung des Gesamtenergieverbrauchs mussen nicht
nur die eigentlichen Rechenknoten berlicksichtigt werden,
sondern auch die weiteren Komponenten wie Kontrollrechner
und Netzwerkkomponenten (z. B. Netzwerkverteiler). Dadurch
wird der Einfluss der Systemarchitektur korrekt erfasst. Fiir eine
detaillierte Erfassung des Energieverbrauchs der einzelnen netz-
werkgekoppelten FPGA-Beschleuniger (NAAs) wird er jeweils
separat ermittelt. Dafiir wurde eine eigene Tragerplatine mit
Messsensoren entwickelt. Durch die detaillierte Messung kon-
nen Rickschlisse auf Netzteilverluste der NAA-Stromversor-
gung sowie den Beschleunigerverbrauch in unterschiedlichen
Betriebszustanden gezogen werden. Dieses Wissen kann zur
weiteren Optimierung genutzt werden.

Erganzend zum Energieverbrauch sollten exemplarisch die Ener-
giekosten (fiir die Mittelspannungsebene, da Rechenzentren als
GroRverbraucher Ublicherweise liber diese versorgt werden)
sowie die CO,-Belastung des Energieverbrauchs mit deutschen
Strommix (Umweltbundesamt, 2023) dargestellt werden. Die
Anschaffungskosten der verwendeten Rechenbeschleuniger
sowie der weiteren Hauptkomponenten als Kostenmetrik sollen
als weiterer Vergleichsindikator dienen.

Die ermittelten Zahlen werden in Relation zu einer nicht be-
schleunigten Basisvariante bestehend aus CPU-basierten Re-
chenknoten gestellt.

2.5 FPGA-NAA-Testaufbau

Im Folgenden ist die im Laufe des Projekts implementierte NAA-
Architektur dargestellt. Fiir den Aufbau des Systems wurde ei-
gens ein entsprechendes NAA-Gehduse angeschafft, in das spe-
ziell hierfur erstellte Tragerplatinen untergebracht wurden. Eine
einzelne Tragerplatine bietet dabei mechanische Halterung,
Stromversorgung sowie Messsensoren fiir zwei FPGA-basierte
NAAs. Flr weitere NAAs konnen modular zusatzliche Platinen
verwendet werden, wie in Abbildung 7 mit vier Platinen darge-
stellt. Dies erméglicht eine flexible Weiternutzung fiir andere
Gehé&useformen mit weniger oder mehr Tragerplatinen. In der
Bildmitte ist das Leistungsverteilungsboard zu sehen, das den
Stromfluss des Servernetzteils verlustarm auf bis zu finf Trager-
platinen aufteilt.

Abbildung 7: NAA-Gehduse
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Die Integration zweier Beschleuniger fiir spezielle neuronale
Netze (im vorliegenden Fall wurde das neuronale Netz Mobile-
NetV2 gewahlt) in das FPGA-Framework mit Netzwerkkommuni-
kation wurde dabei in Hardware-Tests anhand eines einzelnen
NAA-FPGA erfolgreich verifiziert.

Beide MobileNetV2-Beschleuniger innerhalb eines NAA kdnnen
gleichzeitig und parallel genutzt werden. Eine Testanwendung
kommuniziert dabei mit den NAAs nach dem Kommunikations-
modell 1-n, das heiRt, eine Anwendung nutzt eine oder mehrere
NAA-Instanzen zur Beschleunigung der Klassifizierung. Die Klas-
sifizierung von Bilddaten nach bestimmten Klassen ist in diesem

[RoCE] Connected to remot
[RoCE] Reading data with size 262144.
registering addr: ©xd33e90 with length: 262144
init read remote address: 46331330856
read data successfully, disconnecting...
Disconnected.
Freed up.

using loca

Connecting to '10.42.42.103'[RoCE] using '10.42.42.
Connected to remote '10.42.42.103' using local '10.

Reading data with size 163840.
registering addr: excffaa® with length: 163840
init read remote address: 338165760
[RoCE] read data successfully, disconnecting...
[RoCE] Disconnected.

: 9.014
: 56000

i 9.5 =3

; hits: 35871 -> accuracy: 71.742

Abbildung 8: Ausschnitt der Testanwendung zur MobileNetV2-Klassifizierung

Fall die Aufgabe, die mithilfe des neuronalen Netzes ausgefiihrt
wird. In Abbildung 8 ist die Ubertragung der Klassifizierungser-
gebnisse zweier NAAs mittels RDMA-Kommunikation dargestellt.
Insgesamt konnen in diesem Setup vier NAAs (entsprechend
acht MobileNetV2-Instanzen) parallel verwendet werden, die
zusammen einen Gesamtdurchsatz von 5.162 Bildern pro Se-
kunde erreichen. Dabei betragt die Klassifizierungsgenauigkeit
71,7 Prozent (iber das Testdatenset (genauer ILSVRC2012 Vali-
dierungsset mit 50.000 Bildern). Dies entspricht auch der er-
reichten Genauigkeit auf einer CPU, sodass die FPGA-Implemen-
tierung dquivalente Ergebnisse erzielt.

Qs
42.42.1' successfully.

1hb
42.42.1' successfully.
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Aufbauend auf der kompletten Testanwendung sowie der Integ-
ration der MobileNetV2-Beschleuniger in das FPGA-Framework
wurden zunachst vier NAAs (mit acht MobileNetV2-Instanzen)
und dann acht NAAs (mit 16 Instanzen) parallel betrieben. Die
dabei auftretenden Herausforderungen mit der parallelen Netz-
werkkommunikation konnten geldst werden, sodass mit allen
Instanzen eine zuverldssige, hochratige und latenzarme Kom-
munikation auch im Dauerbetrieb méglich ist. Dies ist eine
wesentliche Grundlage fiir den Durchsatz der Inferenz und somit
fur die Energieeffizienz pro klassifiziertem Bild.

Das laufende Gesamtsystem ist in Abbildung 9 prototypisch
dargestellt. Oben im Bild ist das NAA-Gehduse mit hocheffizien-
tem Servernetzteil und acht eingebauten NAAs zu sehen. Jeder
NAA ist liber ein passives 40-GBit/s-Kabel an den Switch in

der Bildmitte angeschlossen. Der einzelne Kontrollserver im
unteren Bildteil dient als Datenquelle bzw. -senke und Steuer-
einheit. Im NAA-Gehéause sind zudem Mikrocontroller verbaut,
die Leistungsmessdaten an eine Datenbank weiterleiten (siehe

Kapitel 2.7 Energiemessung).

Abbildung 9: Prototypischer Gesamtsystemaufbau mit acht NAAs
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2.6 Messkonzept fiir NAA-Beschleuniger

Das Messkonzept fiir PCle-basierte NAA-Beschleuniger ist in
Abbildung 10 dargestellt. Fiir den Betrieb der NAAs wurde eine
Tragerplatine mit integrierten Leistungssensoren zur Strommes-
sung entwickelt. Die Tragerplatine stellt Gber den PCle-Slot die
Stromversorgung sicher und bietet keinerlei Kommunikations-
moglichkeit mit den NAAs. Die Leistungssensoren messen

Beschleuniger 12V

sowohl die Versorgung tiber den PCle-Slot als auch die zusatzli-
chen 12-V-Leitungen, sofern vorhanden. Die Messwerte werden
durch einen Mikrocontroller aufbereitet und per Netzwerk an
eine zentrale Datenbank gesendet. Zudem erfolgt eine Visuali-
sierung mittels Dashboard.

Zusatzlich erfolgt eine Messung von Steuerservern, Switch und
NAA-Gehduse mittels handelsiiblicher Leistungsmessgerate.

Steuerungsprogramm fiir

SPI Leistungsmessgerat
(z.B. FPGA oder GPU) Sensor (auf RaspberryPi)
I |_| |
12C
| I UDP
PCle Steckplatz Sensor 1’C Leistungsmessgerat J, O
optionales RS-485 @

Wechselstrommessgerat

Abbildung 10: Messkonzept fiir NAA-Beschleunigerkarten

2.7 Energiemessung

GemélRk dem im letzten Abschnitt dargestellten Messkonzept
wurde flir jeden NAA die bendtigte Leistung mittels Mikrocon-
troller gemessen. Diese Sensormesswerte werden an eine zeit-
basierte Datenbank (InfluxDB) Gbertragen und stehen dort fiir
die weitere Auswertung auch nach Abschluss einer Berechnung
zur Verfligung. Um die bendtigte Rechenlast der Datenbank zu

> 12V Detail

Abbildung 11: Dashboard zur Energiemessung eines NAA

Datenbank

reduzieren, werden die Messwerte in einem Batch zusammenge-
fasst und als Block gespeichert. Durch Zeitstempel bleibt eine
eindeutige Zeitzuordnung erhalten.

Die Messwerte konnen live oder im Nachgang in einem Dash-
board visualisiert werden, wie in Abbildung 11 dargestellt.
Neben der Gesamtleistung kann auch die Leistung einzelner
Messkanéle angezeigt werden.

Max Total Power (Siot 2) in last 15m [W]
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Energieverbrauch pro klassifiziertes Bild (,,Frame*)

80

70

60

50

40

mJ / Bild

30

20

10

B cPu (Teslavioo) [ GPU only

Abbildung 12: Referenzenergiemessung der MobileNetV2-Inferenz

Auf Grundlage des dargestellten Messkonzepts konnten entspre-
chende vergleichende Energiemessungen vorgenommen
werden, die im Folgenden dargestellt sind. Hierfiir wurden die
Energiemessungen der MobileNetV2-Inferenz mit acht NAAs im
vorgestellten NAA-Geh&use durchgefiihrt. Das NAA-Gesamtsys-
tem bestehend aus Kontrollserver, Switch und NAA-Geh&use ist
von allen untersuchten Ausfiihrungsplattformen mit 58,2 mJ/Bild
die energieeffizienteste Losung (vgl. unten stehende Tabelle).
Die FPGAs benétigen davon 37,5 mJ/Bild, der Server 13,7 mJ/Bild
und der Switch 3,8 mJ/Bild.

Das NAA-System ist somit 1,29-mal effizienter als die Inferenz
auf PCle-gekoppelten FPGAs und 1,31-mal effizienter als auf
GPUs.

Bei der Bewertung der Ergebnisse ist zu beachten, dass

1. die verwendeten Arria 10 GX FPGAs aus dem Jahr 2013 in
einem 20-nm-Fertigungsprozess produziert wurden, was
gegeniiber den GPUs aus dem Jahr 2017, gefertigt im TSMC

. FPGA PCle
(BittWare 385A)

FPGA NAA
(BittWare 385A)

FPGA only

12 nm FFN Prozess, einen Technologienachteil darstellt. Bei
der Nutzung von Hardware mit gleichem Baujahr ist zu er-
warten, dass die Energieeinsparung mit FPGA noch groRer
ausfallt.

2. beim NAA-Gesamtsystem Kontrollserver und Switch mit be-
trachtet werden. In einem Rechenzentrum werden aber
auch fiir eine Inferenz auf einem GPU-Server ein Ressour-
cenmanagement- und Steuerserver sowie ein Switch fiir die
Netzwerkkommunikation bendtigt. Somit fallt der Vergleich
zu Ungunsten der NAA-Architektur aus. Unter Berticksichti-
gung des Kontrollservers und des Switches benétigt das
GPU-System 93,5 mJ/Bild.

Somit ist die NAA-LGsung sogar 1,61-mal effizienter.

Plattform Energieverbrauch pro Bild
GPU-System (Server mit Tesla V100) 76 mJ

Davon allein GPU 56 mJ

FPGA-Gesamtsystem PCle-gekoppelt (BittWare 385A) 74,8 mJ
FPGA-NAA-Gesamtsystem (BittWare 385A) 58,2 mJ

Davon allein FPGAs 37,5mJ
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Eine weitere Steigerung der Energieeffizienz der NAA-Architektur
kann durch eine Erhohung der Packungsdichte erreicht werden,
das bedeutet mehr NAAs pro Gehause. Das verwendete Gehause
erlaubt eine Verdoppelung der genutzten NAAs auf 16. Durch die
bessere Netzteilauslastung des NAA-Gehauses wird die Energie-
effizienz gesteigert. Da der Kontrollserver kaum CPU-Last auf-
weist, konnen diese 16 NAAs voraussichtlich weiterhin von
einem Server mit dhnlichem Energieverbrauch betrieben wer-
den. Dies flihrt gleichfalls zur Steigerung der Energieeffizienz.

Zur Verbesserung der Datenbankleistung wurde das Programm
Telegraf zur Speicherung der Messwerte im verwendeten Daten-
banksystem (InfluxDB) eingesetzt. Dies fiihrt zu einem einfachen
Systemdesign und einer drastischen Reduzierung der CPU-Last
des Datenbankservers, was die Skalierbarkeit deutlich verbessert.

2.8 Webbasierter Demonstrator

Die erzielten Energieeinsparungen der NAA-Architektur auf FPGA-
Basis werden im Vergleich zu einer GPU- und CPU-Architektur
dargestellt und fiir eine entsprechende Anzahl von Inferenzen,
also Anwendungen des KI-Modells, interpoliert. Die im generier-
ten Diagramm dargestellten Werte basieren dabei auf den einzel-
nen real vorgenommenen Stromverbrauchsmessungen.

Im Folgenden ist das Auswahl-Widget dargestellt, das als Web-
Interface auf der Website des Future Energy Lab (https://future-
energy-lab.de/projects/energieeffiziente-ki/) zu finden ist. Damit
lassen sich die im Projekt

ermittelten Ergebnisse interaktiv ansehen und nachvollziehen.

Die einzelnen Schaltfladchen haben dabei folgende Bedeutung
und kdnnen interaktiv gedndert werden:

Server-Standort

Um eine globale Verwendung eines Beschleunigersystems zu
simulieren, kann der Standort des Servers ausgewahlt werden.
Da jedes Land eine andere Kohlenstoffintensitat pro kwWh Strom
hat, ist die schlussendliche CO,-Ersparnis abhédngig von diesen
Parametern.

Anzahl der Inferences in Mio.

Hiermit kann ausgewahlt werden, wie oft die Inferenz aufgeru-
fen werden soll. Einstellbar ist ein Vielfaches von Tausend, da
davon ausgegangen werden muss, dass eine Inferenz sehr
héaufig ausgefiihrt wird. Ein Beispiel dafiir kann die millionenfa-
che Suche in einer Bilddatenbank sein.

GroRenordnung der Inferences
Hiermit kann das Diagramm skaliert werden.

Strompreis in €/kWh
Hiermit kann der anzunehmende Strompreis von 0 Euro bis
0,5 Euro voreingestellt werden.

Basierend auf den Ausfiihrungen und Annahmen im vorherge-
henden Abschnitt, konnen nun Gber einzelne Schaltflachen die
Energiebedarfe der zum Vergleich gemessenen Rechnersysteme
in das Diagramm (ibernommen werden. Folgende Auswahl kann
getroffen werden:

FPGA - Energiebedarf des FPGA allein

FPGA NAA - Energiebedarf des FPGA als NAA im Rechenzentrum
integriert

FPGA PCI - Energiebedarf des FPGA als Einsteckkarte im
PC/Server integriert

GPU - Energiebedarf einer Nvidia Tesla V100 GPU allein
GPU-System - Energiebedarf einer Nvidia Tesla V100 GPU als
Einsteckkarte inklusive PC/Server
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Energieeffiziente Rechenarchitektur fur KI

Szenariokonfigurator
e, Senion Mit dem Projektansatz FPGA NAA
Deutschland - v
System wurden 47.71gC0,im
Anzahl an Inferences in Mio  ? . - »
—_ : Vergleich zum herkommlichen
SMIE womo  GPU System gespart.
Grofienordnung der Anzahl an Inferences 7 = K R . R
Das entspricht einer Ersparnis von 0.01 €, bei einem Preis
—_—) .
el o ird von 0.1 €/kWh.
Strompreis in €/kWh
—_— §
0.01€ 0.50€

Energieverbrauch tiber Inferences im Vergleich
Vergleichsauswahl ?

[ o FPGA [ FPGA NAA System [ FPGA POl System (I rur GPU
FPGA 7 I GPU System
FPGANAA 7 £
@
2
FPGAPCI ? e
®
GPU 7 0123456 7 8 9 10111213 141516 17 18 19 20 21 22 23 24 25
N Anzahl an Inferences in Mio

GPU System 7

Abbildung 13: Auswahl-Widget
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3. Energie
Ubertr




Neben der Ausfiihrung ist die Ubertragung neuronaler Netze ein
wichtiger Prozessschritt flir Energieeinsparungen in KI-Anwen-
dungen. Auch wenn zunéchst das Training und die darauffolgen-
de Anwendung von KI-Modellen oftmals im Vordergrund stehen,
missen die trainierten Modelle in vielen KI-Anwendungen an
Gerate Ubertragen, das heifdt als Datenpaket gesendet werden.
Das ist zum Beispiel der Fall, wenn das Training eines neurona-
len Netzes und seine Anwendung (die sogenannte Inferenz) auf
unterschiedlichen Geraten erfolgen. Eine Ubertragung neurona-
ler Netze wird auch dadurch notwendig, dass der Trainingspro-
zess wesentlich rechenintensiver ist als die Anwendung. Daher
ist es fiir viele Gerdte aufgrund der Hardware-Einschrédnkungen
nur moglich, trainierte Modelle auszufiihren, nicht aber selbst
zu trainieren.

Wie bereits in der Einleitung beschrieben, haben sich neuronale
Netze hin zu immer komplexeren Strukturen entwickelt. In den
letzten Jahren hat sich diese Entwicklung durch die Verbreitung
generativer Textmodelle noch einmal stark beschleunigt: Hier
hat sich etwa die Anzahl an Parametern (z. B. im GPT3-Modell)
im Vergleich zu bisherigen Modellen wie VGG16 vertausend-
facht. Entsprechend entsteht bei der Ubertragung eines trainier-
ten Modells an ein Zielgerat zur Ausfiihrung eine grof3e Daten-
menge, und das bereits bei einmaliger Ubertragung. Die
Entwicklung von KI-Anwendungen vervielfacht zudem diesen
Datentransfer. Da neuronale Netze auch weitertrainiert werden,
etwa weil neue relevante Daten fiir das Training zur Verfliigung
stehen, findet eine Ubertragung neuronaler Netze nicht nur ein-
mal, sondern regelmafig statt. Eine weitere Dimension kommt
durch nutzer- und anwendungsangepasstes Training hinzu, da
nun individuelle neuronale Netze an jeden Nutzer und jede
Anwendung libertragen werden, die speziell darauf zugeschnit-
ten sind. Beispiele hierfiir sind etwa individuelle Vorschlage fiir
Texte, Empfehlungen fiir Filme oder Produkte oder auch im
Bereich autonomes Fahren die Anpassung an lokale Verkehrssi-
tuationen (neue Umleitungen, aktuelles Verkehrsaufkommen
und Ahnliches). Damit ergibt sich eine weitere Vervielféltigung
des Ubertragenen Datenaufkommens.

Ahnliches gilt auch fir die neueren verteilten KI-Anwendungen,
wie das foderierte Lernen (FL - Federated Learning), bei dem
mehrere Teilnehmer parallel ein globales Modell trainieren.
Dafiir trainiert jeder Teilnehmer mit seinen Trainingsdaten ein
lokales Modell und schickt es sodann an einen zentralen Server,
der alle empfangenen Modelle zu einem neuen globalen Modell
fur die néchste Trainingsiteration zusammenfasst (z. B. durch
Mittelwertbildung pro Parameter). Dieser Prozess wird so haufig
wiederholt, bis das Modell die gewlinschte Giite bzw. Qualitat
hat.

Aufgrund der erwarteten Verbreitung dieses Trainingsansatzes
wurden im Projekt Energieeinsparpotenziale bei Prozessen der

Ubertragung von KI-Modellen von einem Sender zu einem
Empfanger untersucht und analysiert. Wie bereits in der Einlei-
tung beschrieben, kommen als KI-Modelle Ublicherweise tiefe
neuronale Netzwerke zur Anwendung, die in sequenziell ange-
ordneten Schichten aufgebaut sind. Dabei stellen die Verbin-
dungen zwischen den Input- und den Output-Neuronen einer
KNN-Schicht trainierbare Gewichte dar, die tblicherweise als
Transformationsmatrix dargestellt werden. Diese trainierbaren
Gewichte missen nun lbertragen werden.

Fiir die Untersuchungen im Projekt wurde davon ausgegangen,
dass ein konkretes Modell mit seinen Parametern vorliegt, das
moglichst effizient von einem Sender zu einem Empfanger tiber-
tragen werden soll. Ein Beispiel hierfiir kdnnte sein, dass fir ein
autonom fahrendes Fahrzeug ein durch eine verbesserte Daten-
lage aktualisiertes Modell auf einem Server vorliegt, das an das
Fahrzeug zur Optimierung seiner Entscheidungsfindung tiber-
mittelt werden soll. Eine weitere konkrete Anwendung, bei der
KI-Modelle bzw. ihre Aktualisierungen von einem Sender zu
einem Empfanger verschickt werden, ist der beschriebene ver-
teilte Lernansatz. Entsprechend wurden die Untersuchungen im
Projekt nach Datenaufkommen fiir die folgenden Anwendungen
gestaffelt:

m  Verteilung eines trainierten Modells: einmaliges Senden
einen KI-Modells

m Fortlaufende Aktualisierung (durch neue Daten): regelmaRi-
ges Senden von KI-Modellen bzw. ihren Updates

m  Nutzerangepasste und verteilte KI-Anwendungen: regelma-
Riges Senden von KI-Modellen parallel zwischen vielen
Geraten

Bevor die Ergebnisse zur energieeffizienten Ubertragung be-
schrieben werden, folgt zunéchst die Darstellung der eingesetz-
ten Verfahren der Datenkompression sowie der Testszenarien.

3.1 Direkte Ubertragung neuronaler Netze

Wie bereits im Einleitungskapitel dargestellt, sind KI-Anwendun-
gen immer komplexer geworden, das heiltt, ihre Modelle haben
inzwischen Millionen von trainierbaren Parametern. Ein Beispiel
hierfiir aus der Bildanalyse ist das gebrauchliche VGG16-Modell,
ein neuronales Netz mit 21 Schichten, von denen 16 Schichten
zusammen Uber 138 Millionen Gewichte bzw. Parameter enthal-
ten. Die restlichen flinf Schichten, die sogenannten Max-Poo-
ling-Layer, haben keine eigenen Parameter, sondern leiten nur
jeweils einen maximalen Wert aus vier Aktivierungen der voran-
gegangenen Schicht weiter. StandardmaRig wird jeder Parame-
ter als FlieRkommazahlen (Datentyp FLOAT) dargestellt und
belegt damit 4 Byte. Damit kommt das VGG16-Modell auf eine
GroRe von 138 Millionen Parametern x 4 Byte, also mehr als

550 MB. Damit miissten schon bei einmaliger Ubertragung die-
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ses Modells 550 MB tibertragen werden. Andererseits sind

bei der Ubertragung der Originaldaten keine Vor- und Nachver-
arbeitung notwendig, hier insbesondere die Kompression am
Sender und die Dekompression am Empfénger, die im Rahmen
der Energieeffizienzuntersuchungen bei codierter Ubertragung
mit einbezogen werden miissen. Wahrend die Ubertragung
eines originalen VGG16-Modells in einigen Anwendungen,
insbesondere ohne Echtzeitanforderung, noch nutzbringend
durchfiihrbar wére, hat sich mit den aktuellen Sprach- und
Textgeneriermodellen (wie GPT3) die Anzahl der trainierbaren
Parameter mehr als vertausendfacht. Das heil3t, hier geht es
um Datenmengen der Originalmodelle von 130 bis 200 GB,
sodass neben der Energiebilanz tiberhaupt die Machbarkeit
eine wichtige Rolle spielt.

In zeitkritischen Anwendungen wiederum sind bereits bei der
Ubertragung kleinerer KI-Modelle neben der zu ibertragenden
Datenmenge auch die Latenzanforderungen und die zur Verfu-
gung stehende Bandbreite mit in die Gesamtbilanz einzubezie-
hen. Ist die Latenzanforderung hoch, jedoch die Bandbreite ge-
ring, wie etwa in kritischen Anwendungen wie dem autonomen
Fahren, so miissen in jedem Fall eine Kompression und eine
Dekompression erfolgen und damit muss zunachst Energie

aufgewendet werden, um das Modell so stark zu komprimieren,
dass die Latenzanforderung unter der gegebenen Bandbreite
eingehalten werden kann. Daher wird im folgenden Kapitel
zunachst die angewendete Codier-Methode beschrieben, die
eine entsprechende Reduktion der zu ibertragenden Daten-
menge ermoglicht.

3.2 NNC (Neural Network Coding)

Das Ziel fiir eine energieeffiziente Ubertragung von Kl-Modellen
ist es, die zu Ubertragende Datenmenge durch entsprechende
Kompressionsmethoden stark zu reduzieren. Im Ergebnis soll
sich bei codierter Ubertragung eine geringere Gesamtenergie
ergeben als bei uncodierter Ubertragung. Die dafiir zu beriick-
sichtigenden Verarbeitungsschritte sind in Abbildung 14 darge-
stellt. Wihrend fiir die Ubertragung des Originalmodells nur der
Energieaufwand der Ubertragung selbst zu beriicksichtigen ist,
muss bei der komprimierten Ubertragung neben dem Energie-
aufwand fiir die eigentliche Ubertragung des komprimierten
KI-Modells auch der zusatzliche Energieaufwand fiir die Kom-
pression am Sender und die Dekompression am Empfanger ein-
bezogen werden. Damit besteht das Ziel darin, ein Kompressi-
onsverfahren einzusetzen, das mehr Energie durch die
komprimierte KI-Ubertragung einspart, als es zusétzlich fiir
Kompression und Dekompression benétigt.

Ubertragung originales KI-Modell

Kompression —_—

Ubertragung komprimiertes KI-Modell

— Dekompression

Abbildung 14: Verarbeitungsschritte fiir die Energiebilanz bei originaler KI-Modell-Ubertragung (oben) und komprimierter Ubertragung (unten)

Dafiir wurde in den letzten Jahren die Grundlage im Rahmen
von internationalen Standardisierungsarbeiten geschaffen.
Insbesondere wurde von der I1SO (International Standardisation
Organisation) ein entsprechender Standard entwickelt, an dem
auch die nationalen Gremien wie das DIN (Deutsches Institut flir
Normung) teilnehmen. Dieser sogenannte NNC-Standards (mit
Normungsnummer ISO/IEC 15938-17, siehe auch Kirchhoffer

et al. (2021) fiir einen Uberblick) hat primér zum Ziel, eine hohe
Kompressionsrate fiir neuronale Netze moglichst ohne Quali-
tatsverluste zu erzielen. Dabei bezieht sich hier die Qualitat auf
die Klassifizierungsgenauigkeit. Das heifdt, der NNC-Standard
hatte lediglich eine hohe Kompressionsfahigkeit zum Ziel, nicht
jedoch Gesamtenergiebetrachtungen wie in diesem Projekt
vorgenommen. Um das Kompressionsziel zu erreichen, verwen-
det NNC eine Reihe von Codierungs-Werkzeugen und

-Methoden, unter anderem zur Parameterreduktion, Quantisie-
rung und Entropiecodierung. Je nach Bedarf und Anwendungs-
szenario kénnen diese Methoden individuell miteinander kom-
biniert werden. Zudem kann der Standard problemlos in
gangige Industrieformate fiir neuronale Netze integriert werden.
Wie bereits andere Multimedia-Standards zur Datenkompressi-
on spezifiziert auch der NNC-Standard nur den Bitstrom und
den Decoder als normative Bestandteile, wahrend Methoden zur
Encodierung als nicht normative Beispiele beschrieben sind.
Damit kann der Encoder von jeder nutzenden Person oder je-
dem Hersteller selbst implementiert und gegebenenfalls opti-
miert werden. Die allgemeine NNC-Struktur mit Encoder und
Decoder istin Abbildung 15 dargestellt.
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Abbildung 15: Schematische Darstellung der NNC-Struktur mit Encoder und Decoder

Zur Veranschaulichung der Effizienz des neuen NNC-Standards
sind in Tabelle 1 Codier-Ergebnisse fiir unterschiedliche neuro-
nale Netze aufgefiihrt. Dabei sind die ersten drei Netze mit den

Bezeichnungen VGG16, ResNet50 und MobileNetV2 fiir die Bild-
klassifizierung und das vierte Netz, DCase, flir die Audioklassifi-
zierung trainiert worden.

Modell Kompression :::;::::;::iﬁ:: Tq:fi-gGi::[ae l;iﬁll(:it’ OriginalgroRe
VGG16 2,98 % 89,54 % 89,85 % 553,43 MB
ResNet50 6,54 % 91,80 % 92,15 % 102,55 MB
MobileNetV2 12,18% 90,06 % 90,27 % 14,16 MB
DCase 4,12% 92,35% 91,85 % 467,26 KB

Tabelle 1: Codier-Ergebnisse ohne Qualitdtsverlust fiir unterschiedliche neuronale Netze

Fir jedes neuronale Netz sind in Tabelle 1 die erreichte Kom-
pression, die Top-5-Genauigkeiten bei der Bild- bzw. Audioklas-
sifikation fiir das rekonstruierte und decodierte neuronale Netz
sowie die OriginalgroRe in Byte angegeben. VGG16 kann bei-
spielsweise auf 2,98 Prozent seiner OriginalgroRe komprimiert
werden, also von 553 auf ca. 16,5 MB, bei nahezu gleicher Klas-
sifizierungsgenauigkeit von > 89 Prozent fiir die Top-5-Genauig-
keit. Diese Genauigkeit bezieht sich auf den Prozentsatz an
gewiinschten Ergebnissen (z. B. alle Hunde aus einer Tierbilder-
Datenbank), den das neuronale Netz in den ersten 5 Prozent
(Top 5) der dhnlichsten Daten findet. In Tabelle 1 ist diese Ge-
nauigkeit sowohl fiir das originale als auch fiir das rekonstruier-
te neuronale Netz angegeben, um die gleichbleibende Klassifi-
zierungsqualitdt bei den jeweiligen Kompressionen zu zeigen.
Diese wiederum geben an, auf welchen Prozentsatz seiner Origi-
nalgrofRe das jeweilige neuronale Netz ohne Qualitdtsverlust
komprimiert werden kann. Als Beispiel sei hier wieder VGG16
herausgegriffen: Das originale Netz hat bei einer Auflésung von
4 Byte pro Parameter eine GesamtgroRe von mehr als 553 MB,

was bereits einem Zehntel des durchschnittlichen Mobilfunk-
Datenvolumens pro Monat in Deutschland im Jahr 2022 ent-
spricht (Statista, abgerufen am 16.09.2023). Mit einer Kompres-
sion auf 2,98 Prozent kann der Bitstrom auf 16,5 MB reduziert
werden. Zudem erreicht NNC wesentlich hohere Kompressionen
von unter 1 Prozent bei verlustbehafteter Codierung, das heif’t,
wenn ein Verlust an Klassifizierungsgenauigkeit in Kauf genom-
men wird.

3.2.1 Parameterreduktion

Standardmodelle, wie zum Beispiel das oben vorgestellte
VGG16-Modell, weisen Millionen von trainierbaren Parametern
auf und gerade bei kleinen Trainingsdatensatzen fiihrt diese
Uberparametrisierung hiufig zum sogenannten Overfitting, also
einer Art Auswendiglernen bzw. Codierung des Trainingsdaten-
satzes. Aber auch Modelle, die (iber eine gute Verallgemeine-
rung auf ungesehenen Daten verfiigen, sind meist Giberparame-
trisiert; das heil’t, es existieren oft kleinere Modelle mit
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wesentlich weniger Parametern, die dieselbe Aufgabe mit anna-
hernd gleicher Genauigkeit erledigen. Um dieses Problem zu
6sen, werden Methoden zur Parameterreduktion verwendet,
die komplexe liberparametrisierte KNN in kleinere Modelle
Uberfihren. Hierflir wurden unterschiedliche Verfahren entwi-
ckelt, die im Folgenden naher vorgestellt werden.

Sparsifikation: Bei diesem Verfahren versucht man, diejenigen
Gewichte bzw. Parameter eines KNN zu null zu setzen, die eine
geringe Relevanz fiir das Gesamtverhalten des KNN (z. B. die
Klassifikationsglite) haben. Aufgrund der komplexen Zusam-
menhénge innerhalb eines tiefen KNN ist es bei diesem Verfah-
ren schwierig, die Relevanz eines jeden einzelnen Parameters
oder einer Gruppe von Parametern (z. B. eines konkreten Filters)
effizient zu ermitteln, da zunéchst kein direkter Zusammenhang
zwischen dem absoluten Zahlenwert eines Parameters und sei-
nem Einfluss auf das Gesamtverhalten des KNN besteht. Daher
flihren insbesondere Methoden, die betragsmaRig kleine Para-
meter zu null setzen, hdufig nicht zu akzeptablen Ergebnissen.
Zudem nimmt auch ein zu null gesetzter Wert zunéchst noch
Speicherplatz in Anspruch und muss schlussendlich fiir die
Ubertragung codiert werden.

Pruning: Im Gegensatz zur Sparsifikation werden beim Pruning
alle irrelevanten Parameter aus dem KNN geldscht, sodass sie
auch keinen Speicher mehr einnehmen. Allerdings ergibt Pru-
ning nur dann Sinn, wenn es im Ausgangsmodell in regelmafi-
gen oder strukturierten Teilen erfolgt, zum Beispiel indem ganze
Filter oder Neuronen mit ihren Verbindungen zu anderen Neuro-
nen geldscht werden. Die unstrukturierte Léschung einzelner
Gewichte bzw. Parameter ist nicht sinnvoll, da die Position der
unstrukturiert geléschten Parameter wiederum gespeichert und
codiert werden muss. Haufig geht das Pruning mit signifikanten
EinbuRen bei der Giite des KNN einher, insbesondere dann,
wenn man nach dem strukturierten Loschen kein Retraining des
KNN vornimmt.

Matrixzerlegung: Das Ziel dieser Methode ist es, die Transfor-
mationsmatrix einer Schicht durch ein Produkt von zwei Matri-
zen mit wesentlich weniger Parametern zu approximieren, um
die Ausgangsmatrix effizienter Ubertragen zu kdnnen. Wenn also
beispielsweise eine (n x m)-dimensionale Ausgangsmatrix in
zwei Matrizen mit den Dimensionen (n x k) und (k x m) zerlegt
werden kann, so hat man anstatt n x m Parameter nun k x (n+m)
Parameter, was sich gerade bei einem kleinen k bemerkbar
macht. Im Allgemeinen ist eine solche Zerlegung gerade fiir klei-
ne k nur dann moglich, wenn anstelle der Ausgangsmatrix eine
Approximation verwendet wird. Bei diesem Verfahren muss
lblicherweise ein rechenintensives Optimierungsproblem
gelost werden.

Batchnorm-Faltung: Wie bereits fiir das VGG16-Modell be-
schrieben, sind nicht alle Schichten eines Netzwerks mit Para-
metern behaftet, sondern einige fihren lediglich die

Maximierung oder Normalisierung von Aktivierungen vorange-
gangener Schichten durch. Im speziellen Fall der sogenannten
Batchnorm-Schicht findet dort eine Normalisierung fiir die Mit-
telwerte und Standardabweichungen vorangegangener Aktivie-
rungen statt. Bei der Batchnorm-Faltung wird diese Normalisie-
rung direkt mit den Parametern der davorliegenden Schicht
fusioniert. Es werden also zwei Transformationsmatrizen mitei-
nander multipliziert, wodurch die urspriinglichen zwei Schich-
ten flr die Codierung zu einer zusammengefasst werden. Aller-
dings ist zu beachten, dass dieser Schritt nicht reversibel ist.

3.2.2 Quantisierung

Generell wird unter Quantisierung die Approximation einer gro-
Ren Menge durch eine kleine Menge verstanden. Dementspre-
chend besteht das Ziel der Quantisierung von KNN darin, die
Parameter bzw. Gewichte in niedrigerer Prazision darzustellen
und zu codieren. So ist es beispielsweise mdglich, die Parameter
nicht in der wahrend des Trainings tiblicherweise verwendeten
32-Bit- oder 64-Bit-Gleitkommazahlen (Floating Point) darzu-
stellen, sondern in Festkommazahlen oder ganzzahlig mit ent-
sprechender Skalierung. Im Folgenden werden die gebrauch-
lichsten Formen der Quantisierung ndher vorgestellt. Es sei aber
bereits hier erwdhnt, dass eine Quantisierung der Netzparame-
ter nach dem Training oftmals zu erheblichen Einbufien bei der
Glite des KNN flihrt, was wiederum durch Retraining oder Quan-
tisierungsbewusstes Training (QAT - Quantization Aware Trai-
ning) ausgeglichen werden kann. Beim QAT wird die vorgesehe-
ne Quantisierung des KNN bereits wahrend des Trainings durch
sogenannte Fake-Quantisierung (Quantisierung mit sofortiger
Dequantisierung) beriicksichtigt, sodass sich das KNN bereits in
der Trainingsphase darauf einstellen kann.

GleichmaRige skalare Quantisierung: Bei diesem Verfahren
wird der durch Kalibrierung ermittelte Wertebereich der zu
quantisierenden Parameter bzw. Aktivierungen durch abstands-
gleiche Rekonstruktionswerte reprasentiert, sodass sich die Re-
konstruktion jedes quantisierten Ausgangswerts durch einfache
Multiplikation des Quantisierungsindex mit der Quantisierungs-
schrittweite ergibt (sogenannte Dequantisierung). Die Differenz
zwischen Ausgangswert und dazugehdérigem Rekonstruktions-
wert entspricht dem Quantisierungsfehler. Diese Methode fiihrt
oftmals zu grofRen Fehlern, da sie die Verteilung Gber den Werte-
bereich vernachléssigt. Sie wird aber aufgrund ihrer einfachen
Implementierbarkeit dennoch sehr oft eingesetzt.

Codebuch-Quantisierung: Bei dieser Form der Quantisierung
werden die Ausgangswerte beliebig tiber den Wertebereich
verteilten Clustern als Rekonstruktionswerte zugewiesen, wo-
durch man der tatsachlichen Verteilung der Werte Giber dem
Wertebereich besser gerecht werden und somit den Quantisie-
rungsfehler verringern kann. Da bei diesem Verfahren die Lage
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der Clusterzentren meist durch Optimierungsmethoden auf-
wendig ermittelt wird und zudem zusatzlich codiert werden
muss, wird in der Praxis oft auf die oben beschriebene einfache-
re gleichméaRige Quantisierung zuriickgegriffen.

Abhiéngige Quantisierung: Diese spezielle Vektorquantisie-
rungsmethode verbessert die klassische gleichférmige skalare
Quantisierung. Dazu werden anstatt nur einem zwei Quantisie-
rer verwendet und die jeweilige Zuordnung zu einem der beiden
findet auf Basis der zuvor getroffenen Quantisierungsentschei-
dungen statt. Damit erreicht dieses Verfahren kleinere Quanti-
sierungsfehler, geht jedoch mit einer Abhdngigkeit zwischen zwei
aufeinanderfolgenden Quantisierungs- bzw. Rekonstruktions-
schritten einher.

3.2.3 Entropiecodierung

Bevor Modelle vom Sender zum Empfanger verschickt werden,
durchlaufen sie einen oder mehrere der oben beschriebenen
Vorverarbeitungsschritte zur Parameterreduktion und Quanti-
sierung. AnschlieRend werden die resultierenden Modelle meist
noch verlustfrei komprimiert, entweder durch Uberfiihrung in
ein effizienteres Format (z. B. das Format Compressed Sparse
Row/Column (CSR/CSC)) oder durch Verwendung der Entropie-
codierung zur Erzeugung eines Bitstroms fiir die effiziente
Modelliibertragung. Die Entropiecodierung setzt einen Encoder
auf Senderseite mit entsprechendem Decoder auf Empfanger-
seite voraus und basiert auf der Grundidee, Symbolen, die ofter
auftreten, also weniger Informationsgehalt reprasentieren, ent-
sprechend weniger Bits zuzuweisen. Ein sehr bekanntes Verfah-
ren zur Entropiecodierung ist die Huffman-Codierung, die jedem
Quellsymbol ein Codewort zuordnet. Als sehr effiziente Erweite-
rung der Huffman-Codierung hat sich die arithmetische Codie-
rung herausgestellt, bei der mittels Wahrscheinlichkeitsschat-
zungen fir die Quellsymbole die gesamte Nachricht oder ein Teil
von ihr in Form einer rationalen Zahl codiert werden kann.

DeepCABAC: Das Basisverfahren fiir diese Methode bildet das
am Fraunhofer HHI entwickelte CABAC (Context-Based Adaptive
Binary Arithmetic Coding), das eine Weiterentwicklung der klas-
sischen arithmetischen Codierung darstellt. CABAC ist als effizi-
ente Methode zur verlustfreien Komprimierung Bestandteil
weltweiter Videocodierstandards. Das Verfahren wurde fiir die
Kompression neuronaler Netzwerke angepasst (Wiedemann

et al., 2020). DeepCABAC erlaubt mit seiner adaptiven, kontext-
basierten Ratenmodellierung eine optimale Quantisierung und
Codierung der Parametermatrizen eines neuronalen Netzes

und somit eine sehr effiziente Kompression ohne Giiteverluste.

3.3 Foderiertes Lernen als Anwendungsfall zur
systematischen Untersuchung

Foderiertes Lernen (FL - Federated Learning) bezeichnet eine
maschinelle Lernumgebung, in der viele Teilnehmer (z. B. mobi-
le loT-Geréte oder ganze Organisationen) kollaborativ ein globa-
les KI-Modell unter der Orchestrierung eines zentralen Servers
trainieren, wahrend die Trainingsdaten dezentralisiert bleiben
(Kairouz et al., 2021). Beim foderierten Lernen wird also die
komplexe und zeitaufwendige Trainingsphase auf die Teilneh-
mer verteilt und damit parallelisiert. Dafiir vereinbaren die Teil-
nehmer zunachst in dem unter ihnen gebrauchlichsten FL-Pro-
tokoll eine Netzarchitektur fiir das globale Modell. Jeder
Teilnehmer trainiert dann eine lokale Version des Modells (mit
einer dem globalen Modell gleichenden Architektur) mit seinen
lokalen Trainingsdaten. Da sich die Trainingsdaten der einzel-
nen Teilnehmer in der Praxis Uiblicherweise statistisch unter-
scheiden, werden hierdurch auch leicht unterschiedliche Versio-
nen des neuronalen Netzes erzeugt. Diese lokalen Versionen
werden anschlielend an das lokale Training von allen Teilneh-
mern an einen zentralen Server geschickt, der eine neue, ein-
heitliche Version des neuronalen Netzes aus allen erhaltenen
Varianten erzeugt, zum Beispiel als parameterweise Mittelwerte
aller Versionen. Diese neue Version wird wiederum an alle Betei-
ligten verteilt, woraufhin eine neue Lern- oder Kommunikations-
runde beginnt. Einen schematischen Uberblick iiber das be-
schriebene Vorgehen gibt Abbildung 16.
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Abbildung 16: Schematische Ubersicht des féderierten Lernens

Damit ergeben sich beim FL durch die wiederholte Ubertragung
neuronaler Netzwerk-Updates Echtzeitanforderungen, die die
Anwendung von Methoden zur Komprimierung der libertrage-
nen Modellparameter unerladsslich machen. Dies gilt insbeson-
dere fiir Anwendungsfélle, in denen Millionen von mobilen Geré-
ten gleichzeitig am Lernverfahren teilnehmen und dabei oftmals
nur Uber eine langsame Verbindung mit dem Server kommuni-
zieren. Diese Anwendungsfélle werden in der Literatur haufig
Cross-Device-FL genannt. Der Ansatz des FL mit seinen spezifi-
schen Anforderungen an Latenz und seinen Herausforderungen
beziiglich der Bandbreite stellt damit eine ideale Umgebung fiir
die systematische Untersuchung von Energieeinsparpotenzialen
bei der Ubertragung von KI-Modellen dar.

Erste theoretische Untersuchungen zur Energieeffizienz des
foderierten Lernens wurden bereits durch Sattler et al. (2019)
durchgefiihrt und sind in der zu Beginn des Projekts verfassten
Kurzstudie der dena ,,Auf dem Weg zu energieeffizienter kiinstli-
cher Intelligenz - Welche Energieeinsparpotenziale bieten Ki-
Anwendungen?“ (Deutsche Energie-Agentur (dena), 2022)
beschrieben. Hier konnte ein hohes Energiesparpotenzial theo-
retisch aufgezeigt werden. Auf der Basis auch dieser Arbeiten
wurden daher systematische Untersuchungen in realistischen
Szenarien durchgefiihrt. Die aufgezeigten hohen Kompressions-
raten erfordern jedoch zunéchst einen zusatzlichen Energieein-
satz auf der Senderseite, womit sich die folgenden Forschungs-
fragen flir das EEKI-Projekt ergeben haben:

m  Welche Energiebilanz weisen die einzelnen Kompressions-
methoden auf und welche Methoden sind daher bei gegebe-
ner Latenz und Bandbreite aus Energieeffizienzgriinden
vorzugswiuirdig?

®  Kann durch Kompression insgesamt Energie eingespart
werden?

fligen
—>

&
I

trainieren

%05%0

trainieren
=N

%
S
[¢]

Die erste Frage ist vergleichbar mit der Frage nach dem effizien-
testen Transportmittel, um in einer vorgegebenen Zeit von A
nach B zu kommen. Die zweite Frage kann mit der Frage vergli-
chen werden, ab wann sich ein Investment (hier die fiir die Kom-
pression erforderliche Energie) lohnt bzw. (durch Energieeinspa-
rungen bei der Gesamtiibertragung) amortisiert.

Einen ersten Schritt zur Beantwortung dieser Fragen hat bereits
die Arbeit von Qiu et al. (2021) geleistet. Sie beschreibt erstmalig
eine systematische Untersuchung eines CO,-FuRabdrucks fiir
den dezentralen Lernansatz des féderierten Lernens und ver-
gleicht diesen mit dem des klassischen zentralen Lernansatzes,
bei dem alle Daten zentralisiert auf einem Server vorliegen. Die
Arbeit zeigt, dass in Abhangigkeit vom verwendeten Energiemix
(also dem Verhaltnis umweltfreundlicher gegeniiber nicht um-
weltfreundlicher Energieerzeugung) der dezentrale Lernansatz
eine bessere Bilanz aufweisen kann als der zentrale Lernansatz.
Dariliber hinaus zeigt die Studie, dass der Anteil des Energieein-
satzes fiir die Kommunikation stark von der GroRe des KI-Mo-
dells, der GroRe des Trainingsdatensatzes bei jedem Teilnehmer
und der von den Teilnehmern wahrend des Trainings verbrauch-
ten Energie abhéngt. Mit diesen Vorarbeiten wurde nun im EEKI-
Projekt die Energieeffizienz originaler und codierter Ansatze zur
Ubertragung von KI-Modellen in verteilten Umgebungen unter-
sucht und je nach Landerauswabhl fiir Sender- und Empfangers-
tandorte in CO,-Aquivalente umgerechnet.
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3.4 Untersuchungsergebnisse bei der Ubertra-
gung neuronaler Netze

In diesem Kapitel werden die Ergebnisse der Energieeffizienzun-
tersuchungen bei der Ubertragung neuronaler Netze beschrie-
ben und dargestellt. Dazu wird im folgenden Unterkapitel
beschrieben, wie die Tests durchgefiihrt und welche Voraus-
setzungen geschaffen bzw. angenommen wurden. Wahrend
zunéachst bei der Kompression der KI-Modelle die Kompressi-
onsraten, also das Verhéltnis zwischen Originalgrofie und kom-
primierter Bitstrom-GroRe, der Modelle direkt gemessen werden
kdnnen, sind fiir die Energieberechnung bei der eigentlichen
Datenlbertragung bestimmte Annahmen zu treffen, die hier
dargestellt sind. Gleiches gilt fiir die Berechnung der eingespar-
ten CO,-Menge, die sich aus dem Energiemix in den jeweiligen
Landern der Sender- und Empféngerstandorte ergibt, fir die

die Ubertragung simuliert wurde. In den darauffolgenden Unter-
kapiteln 3.4.2 und 3.4.3 wird dann beispielhaft eine Auswahl

der Ergebnisse dargestellt und analysiert. Die gesamten Testda-
ten sind wiederum Teil des Web-Demonstrators, der zur Veran-
schaulichung der Ergebnisse auf der Website des Future Energy
Lab zu finden ist und der in Kapitel 3.5 beschrieben wird.

3.4.1 Testbeschreibung und Detailanalyse der Energie-
einsparung mittels NNC bei einmaliger Ubertragung

Testbeschreibung

Zur Untersuchung, ob und wie die Energieeffizienz bei der Uber-
tragung neuronaler Netze gesteigert werden kann, wurden Me-
thoden zum foderierten Lernen (FL) und zur Kompression von
KI-Modellen eingesetzt, um die Kommunikation zwischen Sen-
der und Empfanger innerhalb des FL-Systems zu reduzieren. Das
konkrete Ziel der Untersuchungen war, eine positive Gesamtbi-
lanz in Bezug auf Energieeinsparungen bei der komprimierten
Ubertragung von KI-Modellen zu erzielen. Dieser Frage wurde
zunichst im einfachsten Fall der einmaligen Ubertragung eines
neuronalen Netzes von einem Sender zu einem Empfanger
nachgegangen. Der Sender komprimiert und codiert die Para-
meter des neuronalen Netzes und libertragt es zum Empféanger,
wodurch Energieaufwand fiir die Kompression und Codierung
sowie fiir den Upload auf Senderseite und den Download auf
Empfangerseite entsteht. Zusatzlich wird der Energieaufwand
fur die Decodierung des neuronalen Netzes auf Empféngerseite
beriicksichtigt. Anzumerken ist hierbei, dass der aktuelle NNC-
Standard fiir die meisten KI-Modelle eine verlustbehaftete Kom-
primierung durchfiihrt, das heiftt, die rekonstruierten Gewichte
am Decoder unterscheiden sich leicht von den originalen
Gewichten vor der Kompression. Diese mathematische Abwei-
chung entsteht durch die gewahlte Quantisierung der Netzpara-
meter. Gesteuert wird die Quantisierung durch einen Quantisie-
rungsparameter (QP), der die Schrittweite bei der Quantisierung

festlegt, also schlussendlich den Fehler bei der Rundung eines
Netzparameters zu einem diskreten Rekonstruktionswert. Der
QP bestimmt dabei den Abstand zwischen zwei Rekonstrukti-
onswerten. Je groRer dieser Abstand ist, desto gréRer ist auch
der potenzielle Rundungsfehler, jedoch desto geringer ist auch
die Zahl der zu libertragenden Bits fiir die Codierung des Rekon-
struktionswertebereichs. Im Allgemeinen wird jedoch die Quan-
tisierung derart gewahlt, dass bei Anwendung des rekonstruier-
ten Modells die gleiche oder eine nur geringfiigig reduzierte
Genauigkeit, zum Beispiel bei der Bilderkennung oder Segmen-
tierung, erreicht wird. Damit wird zwar verlustbehaftet codiert,
jedoch bei gleichbleibender Qualitat.

In den durchgefiihrten Experimenten wurden vortrainierte
neuronale Netze verwendet und der QP so gewahlt, dass das re-
konstruierte neuronale Netz auf Empfangerseite anndhernd die
gleiche Performance (Klassifikationsgiite) wie das Originalnetz
auf Senderseite erreicht. Fiir die Ermittlung des Energieauf-
wands zur Ubertragung von KI-Modellen wurden zunichst
durchschnittliche Up- und Download-Geschwindigkeiten im
Breitbandnetz Deutschlands wie folgt spezifiziert: 22,51 MBit/s
fiir den Upload und 66,42 MBit/s fiir den Download. Die verwen-
dete Hardware Nvidia Xavier NX wurde so konfiguriert, dass die
mittlere Leerlaufleistung etwa 4 Watt betragt.

Fir das initiale Experiment wurde eine Standardarchitektur,

das ResNet18-Modell, gewahlt, das insbesondere zur Bildklassifi-
kation verwendet wird. Dieses Modell besitzt etwa 11,5 Millionen
trainierbare Parameter und einen Speicherbedarf von etwa

46,8 MB. Im Vergleich ergaben sich folgende Energiebilanzen

fir die einmalige Ubertragung:

= Unkomprimierte Ubertragung des ResNet18-Modells:
0,0878 Wh Energieaufwand zur Ubertragung von 46,8 MB

m  Komprimierte Datenlibertragung mit NNC: Durch die Kom-
pression konnte eine Reduktion der Datenrate von 46,8 MB
auf 6,86 MB ohne erhebliche Performance-EinbuRen er-
reicht werden. Der Energieaufwand fiir die komprimierte
Ubertragung wurde mit nur noch 0,0129 Wh ermittelt. Dem
gegenliber wurde ein zusatzlicher Energieverbrauch von
Encoder und Decoder von 0,0466 Wh gemessen. Damit er-
gibt sich fiir die komprimierte Ubertragung eine benétigte
Gesamtenergie von 0,0595 Wh.

Diese Werte sind fiir beide Ubertragungsarten in Abbildung 17
dargestellt.
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Energieverteilung bei einmaliger Ubertragung, ResNet18
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Abbildung 17: Energiebilanz bei einmaliger Dateniibertragung: unkomprimierte Ubertragung links und komprimierte Ubertragung (rechts)

Bilanz: Schon bei einmaliger Ubertragung konnte eine Energie-
reduktion von 0,0878 auf 0,0595 Wh ermittelt werden, wodurch
sich eine Energieersparnis bei der Ubertragung des komprimier-
ten Netzes von 0,0283 Wh ergibt, also bereits 33 Prozent. Damit
konnte bereits hier eine positive Energiebilanz ermittelt werden,
die sich in den komplexeren Szenarien mit mehrfachem Senden
und parallelem KI-Training mit entsprechendem Modellaus-
tausch noch verstarkt, wie in den folgenden Kapiteln gezeigt.

Mehrmalige Ubertragung mittels NNC

Im néchsten Schritt wurden die Experimente auf die mehrfache
Ubertragung von Ki-Modellen ausgedehnt, wie sie fiir regelma-
Rige Updates und jedes Server-Client-Paar im verteilten oder
féderierten Kl-Training auftritt. Beispielhaft ist hier wieder das
ResNet18-Modell mit 46,8 MB gezeigt.

Dazu wurden die Experimente und Messungen auf ein Testsze-
nario des foderierten Lernens ausgedehnt. Zunachst wurde
angenommen, dass flinf lokale Gerdte gemeinsam am Training
teilnehmen, das heil3t fiinf Klienten und ein Server im Bezeich-
nungsrahmen des foderierten Lernens. Des Weiteren wurde
angenommen, dass 50 Runden trainiert wird. Fir die Energiebi-
lanzrechnung sind die folgenden Ubertragungen zu beriicksich-
tigen:

m  Unkomprimierte Ubertragung: Pro Trainingsrunde muss zu-
nachst das gemeinsame Servermodell an fiinf Klienten
Ubertragen werden. Diese trainieren lokale Varianten und
schicken flinf unterschiedliche Modellversionen an den Ser-
ver. Dieser mittelt alle Varianten und schickt in der nachsten
Runde wieder ein gemeinsames Modell an alle fiinf Klienten.
Damit ergeben sich pro Runde zehn Ubertragungen (fiinf

Server-Klient- und fiinf Klient-Server-Ubertragungen) und
damit fiir den gesamten Trainingsprozess mit 50 Runden
500 Ubertragungen. Das ergibt fiir das gezeigte ResNet18-
Modell mit 46,8 MB eine Gesamtiibertragung von 23,4 GB.
Zusétzlich wird Energie flir das lokale Training bei allen
Klienten benétigt.

m  Komprimierte Ubertragung: Auch fiir die komprimierte
Ubertragung ergeben sich 500 Einzeliibertragungen, aller-
dings hier fiir die komprimierten Bitstrdme. Uberschlagsma-
Rig kann hier wieder eine komprimierte Rate von 6,86 MB
angenommen werden, sodass hier insgesamt nur 3,43 GB
tibertragen werden. Jede Ubertragung erfordert hier zusétz-
lich einen Kompressionsvorgang beim Sender und einen De-
kompressionsvorgang beim Empfénger. Im féderierten
Lernszenario gilt nun Folgendes: Pro Trainingsrunde muss
der Server einmal komprimieren (da es nur eine Serverversi-
on des KI-Modells gibt) und jeder der fiinf Klienten muss de-
komprimieren (da es unterschiedliche Geréte sind). Nach
dem lokalen Training muss jeder der fiinf Klienten sein loka-
les Modell komprimieren und der Server muss jedes lokale
Modell dekomprimieren, also fiinfmal (da es unterschiedli-
che Versionen des KI-Modells sind). Damit ergeben sich pro
Trainingsrunde 1 x Kompression + 5 x Dekompression in der
Server-Klient-Kommunikation und 5 x Kompression + 5 x De-
kompression in der Klient-Server-Kommunikation, also
sechs Codier- und zehn Decodiervorgange. Bei 50 Trainings-
runden wird damit 300-mal komprimiert und 500-mal
dekomprimiert. Auch hier wird zusatzlich Energie fiir das
lokale Training bei allen Klienten benétigt.

Die Gesamtenergiebilanz fiir beide Ubertragungsvarianten ist in
Abbildung 18 dargestellt.
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Energieverteilung bei mehrmaliger Ubertragung, ResNet18, fiinf Klienten, homogene Datenverteilung
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Abbildung 18: Gesamtenergiebilanz beim féderierten Lernen mit fiinf Klienten und 50 Trainingsrunden bei unkomprimierter Ubertragung (links) und komprimierter Ubertragung (rechts)

Zundchst ist zu sehen, dass in beiden Varianten der Energiean-
teil des Modelltrainings selbst konstant bleibt, da er unabhéangig
von der Ubertragung ist. Des Weiteren ist der Energieaufwand
fur die Ubertragung in Rot dargestellt, der entsprechend bei
komprimierter Ubertragung wesentlich geringer ist. Fiir die
komprimierte Ubertragung (Abbildung 18, rechte Saule) erge-
ben sich zusatzliche Energieverbrauche durch die Kompressi-
ons- und Dekompressionsvorgange. In der Gesamtbilanz ist zu
beobachten, dass der Kompressionsvorgang wesentlich mehr
Energie bendtigt als der Dekompressionsvorgang, obwohl in der
Gesamtbilanz nur 300-mal komprimiert und 500-mal dekompri-
miert wird. Dies ist eine Eigenschaft klassischer Multimedia-
Codierverfahren, da Encoder (fiir die Datenkompression) we-
sentlich komplexer als Decoder (fiir die Dekompression) sind.
Das heildt, Encoder haben wesentlich mehr Rechenschritte, da
zundchst die optimale Codiermethode im Encoder ermittelt
wird. Dies geschieht durch Ausfiihren vieler Codiermodi mit
vielen unterschiedlichen Kombinationen der Methoden. Der
optimale Codiermodus wird dann mit an den Decoder gesendet.
Hier wird dann lediglich der eine optimale Codiermodus ausge-
fiihrt, das heildt, diese eine spezielle Kombination an Methoden
wird zur Datendekompression verwendet. Daher ist es vorteil-
haft, moglichst die Anzahl an Kompressionen zu verringern. Dies
ist fir das foderierte Trainingsverfahren auch gegeben, wie in
der Anzahl an bendtigten Prozessen weiter oben dargestellt.

Mit allen bendtigten Prozessen ergibt sich nun eine Gesamtbi-
lanz von ca. 0,60 Wh fiir unkomprimierte Ubertragung und von
0,21 Wh fiir komprimierte Ubertragung, wie in Abbildung 18 zu
sehen ist. Durch die Nutzung des NNC-Codec zur Kompression
der Modelle wihrend der Ubertragung konnte somit der Gesam-
tenergieverbrauch um 65 Prozent reduziert werden.

Visualisiert man den Gesamtenergieverbrauch tiber die Kommu-
nikationsrunden hinweg (Abbildung 19), sieht man zudem, dass
der Verbrauch relativ konstant ist, sowohl bei komprimierter als
auch bei differenziell-komprimierter Ubertragung. Dabei ist
auch zu sehen, dass der Energieverbrauch bei differenziell-kom-
primierter Ubertragung geringer ist als bei komprimierter Uber-
tragung.
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Einfluss von Homogenitidt und Kompressionsmethode auf den Energieverbrauch

(5 Klienten, ResNet18, 42 MB)
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Abbildung 19: Energieaufwand fiir komprimierte und originale Ubertragung tiber alle 50 Kommunikationsrunden bei heterogener Datenverteilung (links) und homogener
Datenverteilung (rechts) sowie bei komprimierter Ubertragung (oben) und differenziell-komprimierter Ubertragung (unten)

Des Weiteren wurde untersucht, wie sich unterschiedliche
Datenverteilungen auf den Energieaufwand fiir Kompression
und Ubertragung auswirken. Je nach féderiertem Trainingssze-
nario kénnen dabei die lokalen Daten der Klienten-Geréate
homogen oder heterogen verteilt sein. Zur Erklarung wird nun
ein Beispiel mit lokalen Bilddatensatzen von Bauteilen ange-
nommen, wobei ein Teil der Bilder korrekte bzw. intakte Bautei-
le zeigt und ein anderer Teil beschddigte oder defekte Bauteile.
Hier ware dann das Ziel des foderierten Lernens, das Kl-Modell
so zu trainieren, dass es Bilder korrekter von Bildern fehlerhafter
Bauteile unterscheiden kann. Bei einer homogenen Datenvertei-
lung hat nun jeder Klient eine etwa gleiche Anzahl von Bildern
dhnlicher Bauteile sowie auch ein dhnliches Verhéltnis an Bil-
dern mit korrekten und fehlerhaften Bauteilen. Im Gegensatz
dazu bedeutet eine heterogene Verteilung auch eine Ungleich-
verteilung von Bauteiltypen sowie des Verhéltnisses fehlerhafter
und korrekter Bauteile zwischen den Klienten. Das kann im Ex-
tremfall auch ein Szenario sein, bei dem ein Klient nur eine Art
von Bauteilen hat, die kein anderer Klient aufweist. Dies kann
allerdings dazu fiihren, dass der verteilte Trainingsprozess keine
akzeptable Genauigkeit erreicht und dann nicht eingesetzt
werden kann.

In den durchgefiihrten Tests kann die Datenhomogenitat variiert
werden. Wie in Abbildung 19 dargestellt, bedeutet ein Wert von
0,01 (links) eine sehr grolRe Heterogenitat, wahrend ein Wert von
100 (rechts) eine homogene Verteilung darstellt. Im Ergebnis ist
ersichtlich, dass die Datenhomogenitat kaum Einfluss auf den
Energieaufwand fiir originale, komprimierte und differenziell-
komprimierte Ubertragung hat. Damit konnte auch gezeigt wer-
den, dass NNC als Kompressionsmethode sehr gute Ergebnisse
unabhéangig von unterschiedlich trainierten KI-Modellvarianten
aufweist.
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Wie bereits beschrieben, wird fiir die Kompression und Dekom-
pression der KI-Modelle NNC derart verwendet, dass eine mog-
lichst hohe (wenn auch mathematisch verlustbehaftete) Daten-
kompression ohne QualitatseinbuRen bezliglich der Genauigkeit
des jeweiligen Modells flir seine Anwendung erreicht wird. Dazu

sind im Vergleich die erzielten Genauigkeiten fiir die kompri-
mierte und die originale Ubertragung jeweils als orange und
rote Kurve Uber die 50 Trainingsrunden in Abbildung 20 darge-
stellt.

Servergenauigkeit im Laufe des Trainingsprozesses
(Homogene Datenverteilung, 5 Klienten, ResNet18, 42 MB)
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Abbildung 20: Erreichte Genauigkeiten fiir originale und komprimierte Ubertragung beim foderierten Training (orange und rote Kurve) sowie als Referenz
das konstante Modell (in Blau) fiir einen zentralen Ansatz (nicht verteiltes Lernen)

Hierbei ist zunachst zu sehen, dass beide Kurven sehr dhnliche
Werte erreichen. Das heilt, es wird gezeigt, dass die Genauig-
keit des KI-Modells bei komprimierter Ubetragung erhalten
bleibt. Grundsatzlich ist weiterhin zu sehen, wie die Genauig-
keit mit jeder Trainingsrunde zundachst sehr stark steigt. Bis
etwa Runde 25 wird damit mit jeder Trainingsrunde das Ergebis
verbessert. Ab Runde 25 tritt dann eine Sattigung ein. Ab hier
ist keine Verbesserung mehr zu beobachten, sodass eine reale
Anwendung das Training hier beenden wiirde. Als Referenz ist
zudem in Abbildung 20 das sogenannte zentrale Modell gezeigt.
Dabei handelt es sich um einen Richtwert, bei dem die lokalen
Daten, die individuell bei jedem Klienten vorhanden sind, in ei-
nem einzigen Trainingsszenario zusammengefiihrt werden und
damit eine einzige vollstéandige Trainingsrunde erfolgt. Dieser
Wert ist in den meisten foderierten Anwendungen héher, da fir
das Training alle Daten vorhanden sind. Der erhaltene Richtwert
zeigt dann, wie nahe das reale Szenario diesem Wert kommen
kann. Zu beachten ist auch, dass in realen Szenarien lokale

Daten nicht ausgetauscht werden, da in den meisten Fallen ein
Datenschutzinteresse besteht. Zum anderen benétigt der zen-
trale Ansatz (wenn er denn tUiberhaupt durchgefiihrt werden
kann und darf) oft wesentlich mehr Energie, um das KI-Modell-
training auf dem einen rieigen Trainingsdatensatz aller lokalen
Klienten durchzufiihren.

Mehrmalige differenzielle Ubertragung mittels NNC

Wie in Abbildung 20 ersichtlich, verandert sich die Genauigkeit
des zentralen Modells nach ca. 25 Epochen nicht mehr sichtlich,
das heif3t, der Prozess ist gegen eine konstante erreichbare
Genauigkeit konvergiert. Die Konvergenz in der Genauigkeit kor-
respondiert tiblicherweise auch mit der Konvergenz der Modell-
gewichte: Damit andern sich nach 25 Kommunikationsrunden
auch die Gewichte der Modelle nicht mehr nennenswert.

Der Fakt, dass das Modell, das der Server in jeder Kommuni-
kationsrunden auch die Gewichte der Modelle nicht mehr
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nennenswert. Der Fakt, dass das Modell, das der Server in jeder
Kommunikationsrunde an die Klienten verteilt, sich wahrend des
Trainings nur leicht verandert, lasst sich in der Kompressionspha-
se ausnutzen. Dazu wurde untersucht, inwieweit sich differenziel-
le Modelle besser komprimieren lassen als Originalmodelle. Das
heif’t, in jeder Trainingsrunde wird statt der Kompression des
Originalmodells nun die Differenz des Modells zu seinem zeitli-
chen Vorganger komprimiert. Im Speziellen wird die Differenzbil-
dung fir jedes einzelne Gewicht im Modell durchgefiihrt. Veran-
dert sich nun ein Modell in einer Trainingsrunde kaum noch im
Vergleich zum Modell aus der vorhergehenden Trainingsrunde
(im Beispiel in Abbildung 20 ab Runde 25), entstehen sehr kleine
Differenzwerte und insbesondere viele Werte = 0, die sich sehr
stark komprimieren lassen.

Durch diese differenzielle Ubertragung kénnen unter geeigneten
Bedingungen sehr hohe Kompressionsraten und somit weitere
Energieeinsparungen erreicht werden. Der Nachteil dabei ist
jedoch, dass flr eine Rekonstruktion eines Modells auch das
Modell aus der vorangegangenen Trainingsrunde gespeichert

werden muss, da ja nun Differenzwerte erhalten werden, die
erst auf ein Referenzmodell aufaddiert werden miissen. Benutzt
man differenzielle Ubertragung fiir den Upload und den Down-
load, muss jeder Klient in jeder Runde fehlerfreie Daten erhal-
ten, da Ubertragungsfehler sich sonst im Laufe der Kommunika-
tionsrunden aufsummieren.

Fur die Experimente wurde wieder beispielhaft das ResNet18-
Modell mit 46,8 MB verwendet. Fiir die Betrachtung der Energie-
bilanzen gelten die gleichen Annahmen, wie beim Vergleich der
originalen und komprimierten Ubertragung weiter oben be-
schrieben. Firr die differenziell-komprimierte Ubertragung wird
zusatzlich der geringfligige Energieaufwand fiir die Differenzbil-
dung mit bei der Kompression und der fiir das Aufaddieren mit
bei der Dekompression berticksichtigt. Die Ergebnisse sind in
Abbildung 21 dargestellt.

Energieverteilung bei mehrmaliger Ubertragung, ResNet18, fiinf Klienten, homogene Datenverteilung
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Insbesondere ist zu sehen, dass sich nicht nur der Energieauf-
wand fiir die eigentliche Ubertragung stark verringert hat, son-
dern auch die Energieaufwande fiir die Codierung und Decodie-
rung. Dadurch kénnen in diesem Szenario durch differenzielle
Kompression der Gewichte des KI-Modells bis zu 99 Prozent der
Energie fiir die Ubertragung im Vergleich zur originalen Ubertra-
gung eingespart werden. Der Gesamtenergiebedarf eines
FL-Prozesses mit differenzieller Ubertragung wird dann vom
Energieverbrauch fiir das Training der Klienten dominiert, wie
am konstanten Energieanteil fiir das Training bei allen Verfahren
in Abbildung 21 zu sehen ist.

3.4.2 Testergebnisse fiir das Modell ResNet18 auf dem
Datensatz CIFAR10

Im Folgenden sind die Detailergebnisse fiir die Kombination
ResNet18 mit CIFAR10 in den folgenden vier Tabellen darge-
stellt. Der Datensatz CIFAR10 ist nach dem Canadian Institute
for Advanced Research (CIFAR) benannt. Die ersten beiden
Tabellen zeigen die Energieeinsparungen in Wattstunden (Wh),
die jeweils bei komprimierter Ubertragung im Vergleich zu un-
komprimierter Ubertragung gemessen wurden (bzw. fiir gréRere
Teilnehmerzahlen interpoliert wurden, da die technische Platt-
form in der Menge der zu simulierenden Daten begrenzt ist). Die
folgenden beiden Tabellen zeigen dann die entsprechenden
CO,-Einsparungen. Dazu wurde beispielhaft eine Kommunikati-
on zwischen Deutschland und Spanien gewahlt. Der jeweilige
Energiemix beider Teilnehmerlander gibt dann den CO,-AusstoR
pro kWh an, hier zum Beispiel 360 g CO,/kWh, sodass die ent-
sprechenden Ergebnisse fiir die CO,-Einsparungen berechnet
werden kénnen. Weiterhin schlieRen alle Tabellen die drei ein-
gangs definierten Szenarien ein, das heift:

1) Einmalige Ubertragung (1. Ergebniszelle)

2) Mehrmalige Ubertragung an einen Teilnehmer
(1. Ergebnisspalte)

3) Mehrmalige Ubertragung an viele Teilnehmer
(2. bis 7. Ergebnisspalte)

Tabelle 2 zeigt zunéchst die Energieeinsparungen bei kompri-
mierter Ubertragung. Dabei ist zu erkennen, dass die Energie-
einsparung linear mit der Anzahl der Teilnehmer skaliert, wie
auch bereits bei der relativen Unabhéngigkeit der Kompression
von der Datenhomogenitat gezeigt. Das bedeutet, dass selbst
bei inhomogener Datenverteilung die komprimierte Bitstrom-
GroRe fir jeden Teilnehmer nahezu gleich ist. Damit ergibt sich
die Energieeinsparung fiir 10 Teilnehmer auch aus dem 10-Fachen
der Energieeinsparung fiir einen Teilnehmer. Beziiglich der An-
zahl der Kommunikationsrunden zeigt sich ein dhnliches Bild.
Auch hier ergeben sich in etwa lineare Einsparungen, das heift,
bei 10 Kommunikationsrunden wird etwa 10-mal mehr Energie
eingespart als bei einmaliger Ubertragung.
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Anzahl Te"n::z'::l: 1 10 100 1.000 10.000 100.000 1.000.000
Kommunikationsrunden
1 0,07 0,74 7,35 73,51 735,06 7.350,55 73.505,52
5 0,38 3,79 37,87 378,66 3.786,65 37.866,46 378.664,59
10 0,76 7,61 76,07 760,68 7.606,85 76.068,48 760.684,76
20 1,52 15,20 152,00 1.519,99 15.199,94 151.999,36 1.519.993,60
30 2,28 22,79 227,92 2.279,25 22.792,49 227.924,92 2.279.249,21
40 3,03 30,31 303,07 3.030,70 30.306,97 303.069,69 3.030.696,88
50 3,75 37,51 375,10 3.750,95 37.509,51 375.095,14 3.7509.51,41

Tabelle 2: Energieeinsparung in Wh bei komprimierter Ubertragung im Vergleich zu unkomprimierter Ubertragung mit unterschiedlicher Anzahl an Kommunikationsrunden

und Teilnehmern

Tabelle 3 zeigt die Energieeinsparungen bei differenziell-kompri-
mierter Ubertragung. Im Vergleich zu Tabelle 2 sind zunichst
Einsparungen zu erkennen. Sie fallen jedoch eher moderat aus,

So konnten zum Beispiel bei 10 Teilnehmern und 50 Kommuni-
kationsrunden 13 Prozent Energie eingespart werden (37,5 Wh
bei komprimierter und 42,6 Wh bei differenziell-komprimierter

da fiir alle Ubertragungsvarianten immer der konstante Trai- Ubertragung).
ningsanteil mit berticksichtigt wird (siehe Kapitel 3.4.1).
Anzahl
Anzahl Teilnehmer 1 10 100 1.000 10.000 100.000 1.000.000
Kommunikationsrunden
1 0,09 0,85 8,52 85,21 852,13 8.521,26 85.212,61
5 0,43 4,26 42,64 426,38 4.263,82 42.638,24 426.382,42
10 0,85 8,52 85,21 852,06 8.520,62 85.206,23 852.062,31
20 1,70 17,02 170,18 1.701,77 17.017,68 170.176,80 1.701.767,99
30 2,55 25,50 254,99 2.549,92 25.499,18 254.991,77 2.549.917,70
40 3,39 33,95 339,46 3.394,64 | 33.946,38 339.463,83 3.394.638,26
50 46 42,61 426,11 4261,09 | 42.610,88 426.108,79 4.261.087,86

Tabelle 3: Energieeinsparung in Wh bei differenziell-komprimierter Ubertragung im Vergleich zu unkomprimierter Ubertragung mit unterschiedlicher Anzahl an Kommunikationsrunden

und Teilnehmern

Tabelle 4 zeigt die CO,-Einsparung fiir Tabelle 2 an. Dabei wurde
beispielhaft eine Kommunikation zwischen Deutschland und
Spanien angenommen. Durch den aktuell verwendeten Energie-
mix beider Lander zur Stromerzeugung ergeben sich hier Werte

von ca. 360 g CO,/kWh und damit die erzielten CO,-Einsparun-
gen in Tabelle 4.
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Anzahl elahmer 1 10 100 1.000 10.000 100.000 1.000.000

Kommunikationsrunden
1 0,03 0,26 2,64 26,38 263,83 2.638,33 26.383,34
5 0,14 1,36 13,59 135,91 1.359,14 13.591,41 135.914,08
10 0,27 2,73 27,30 273,03 2.730,33 27.303,26 273.032,58
20 0,55 5,46 54,56 545,57 5.455,71 54.557,13 545.571,30
30 0,82 8,18 81,81 818,09 8.180,91 81.809,09 818.090,92
40 1,09 10,88 108,78 1.087,81 | 10.878,08 | 108.780,80 1.087.808,03
50 1,35 13,46 134,63 1.34633 | 13.46329 | 134.632,90 1.346.328,99

Tabelle 4: CO>-Einsparung in g CO: bei komprimierter Ubertragung im Vergleich zu unkomprimierter Ubertragung mit unterschiedlicher Anzahl an Kommunikationsrunden und

Teilnehmern. Annahme: Dateniibertragung zwischen Deutschland und Spanien mit ca. 360 g CO2/kWh

Tabelle 5 zeigt analog die CO,-Einsparung fiir Tabelle 3 an.

Entsprechend ergeben sich durch die differenziell-komprimierte

Ubertragung héhere Einsparungen.

Anzahl e 1 10 100 1.000 10.000 100.000 1.000.000

Kommunikationsrunden
1 0,03 0,31 3,06 30,59 305,85 3.058,54 30.585,36
5 0,15 1,53 15,30 153,04 1.530,41 15.304,14 153.041,44
10 0,31 3,06 30,58 305,83 3.058,31 30.583,07 305.830,73
20 0,61 6,11 61,08 610,82 6.108,16 6.1081,56 610.815,59
30 0,92 9,15 91,52 915,24 9.152,42 91.524,20 915.241,96
40 1,22 12,18 121,84 1.218,44 | 12.18438 | 121.843,75 1.218.437,51
50 1,53 15,29 152,94 1.529,43 | 1529432 | 152.943,23 1.529.432,27

Tabelle 5: CO>-Einsparung in g CO: bei differenziell-komprimierter Ubertragung im Vergleich zu unkomprimierter Ubertragung mit unterschiedlicher Anzahl an Kommunikationsrunden
und Teilnehmern. Annahme: Datenibertragung zwischen Deutschland und Spanien mit ca. 360 g CO2/kWh
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3.4.3 Testergebnisse fiir das Modell ResNet152 auf dem Die folgenden beiden Tabellen zeigen dann wieder die entspre-

Datensatz CIFAR10 chenden CO,-Einsparungen bei der Beispielkommunikation
zwischen Deutschland und Spanien. Grundsatzlich ergeben sich
Im Folgenden sind die Detailergebnisse fiir die Kombination analoge Zusammenhange wie im vorangegangenen Abschnitt.
ResNet152 mit CIFAR10 in den folgenden vier Tabellen darge- Hervorzuheben ist hier, dass sich durch die wesentlich komple-
stellt. Die ersten beiden Tabellen zeigen wieder die Energieein- xere KI-Modellstruktur des ResNet152 im Vergleich zum Res-
sparungen in Wh, die jeweils bei komprimierter Ubertragung im Net18 auch wesentlich hohere Energie- und CO,-Einsparungen
Vergleich zu unkomprimierter Ubertragung erzielt werden. fir alle Teilnehmer bzw. Kommunikationsrunden-Kombinatio-

nen ergeben.

Anzahl rlnaimer 1 10 100 1.000 10.000 100.000 1.000.000

Kommunikationsrunden
1 0,40 4,02 40,20 401,95 4.019,54 40.195,41 401.954,13
5 1,67 16,71 167,12 1.671,20 | 16.712,00 | 167.120,01 1.671.200,14
10 3,01 30,08 300,84 | 3.008,45 | 30.084,45 | 300.844,54 3.008.445,39
20 5,92 59,19 591,90 5.919,04 | 59.190,43 | 591.904,25 5.919.042,52
30 9,08 90,81 908,13 9.081,26 | 90.812,56 | 908.125,62 9.081.256,20
20 12,42 12417 | 1.241,72 | 12.417,17 | 124.171,70 | 1.241.716,97 | 12.417.169,75
50 15,48 154,80 | 1.547,99 | 15.479,89 | 154.798,91 | 1.547.989,09 | 15.479.890,91

Tabelle 6: Energieeinsparung in Wh bei komprimierter Ubertragung im Vergleich zu unkomprimierter Ubertragung mit unterschiedlicher Anzahl an Kommunikationsrunden und

Teilnehmern
Anzahl

Anzahl Teilnehmer 1 10 100 1.000 10.000 100.000 1.000.000

Kommunikationsrunden
1 0,42 4,15 41,54 415,40 4.153,97 41.539,73 415.397,30
5 2,07 20,70 206,98 2.069,83 20.698,34 206.983,37 2.069.833,75
10 4,05 40,51 405,15 4.051,48 40.514,81 405.148,09 4.051.480,91
20 7,97 79,72 797,23 7.972,31 79.723,10 797.230,97 7.972.309,72
30 11,94 119,35 1.193,52 11.935,23 119.352,32 1.193.523,24 11.935.232,39
40 15,89 158,91 1.589,06 15.890,58 158.905,76 1.589.057,65 15.890.576,46
50 20,19 201,86 2.018,56 20.185,57 201.855,68 2.018.556,76 20.185.567,64

Tabelle 7: Energieeinsparung in Wh bei differenziell-komprimierter Ubertragung im Vergleich zu unkomprimierter Ubertragung mit unterschiedlicher Anzahl an Kommunikationsrunden
und Teilnehmern
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Anzahl

Anzahl Teilnehmer 1 10 100 1.000 10.000 100.000 1.000.000

Kommunikationsrunden
1 0,14 1,44 14,43 144,27 1.442,73 14.427,34 144.273,40
5 0,60 6,00 59,98 599,84 5.998,44 59.984,39 599.843,86
10 1,08 10,80 107,98 1.079,82 | 10.79821 | 107.982,13 1.079.821,30
20 2,12 21,25 212,45 212452 | 2124522 | 212.452,19 2.124.521,93
30 3,26 32,60 325,95 3.259,54 | 32.59535 | 325.953,53 3.259.535,29
40 4,46 44,57 445,69 4.456,80 | 44.568,95 | 445.689,47 4.456.894,74
50 5,56 55,56 555,62 5556,20 | 55.561,97 | 555.619,72 5.556.197,24

Tabelle 8: CO>-Einsparung in g CO: bei komprimierter Ubertragung im Vergleich zu unkomprimierter Ubertragung mit unterschiedlicher Anzahl an Kommunikationsrunden und
Teilnehmern. Annahme: Dateniibertragung zwischen Deutschland und Spanien mit ca. 360 g COz/kWh

Anzahl Tetnehmmer 1 10 100 1.000 10.000 100.000 1.000.000

Kommunikationsrunden
1 0,15 1,49 14,91 149,10 1.490,99 14.909,86 149.098,55
5 0,74 7,43 74,29 742,93 7.429,25 74.292,54 742.925,43
10 1,45 14,54 145,42 145420 | 1454198 | 145.419,80 1.454.198,04
20 2,86 28,62 286,15 2.861,50 | 28.61501 | 286.150,11 2.861.501,13
30 4,28 42,84 428,39 428391 | 42.839,13 | 428.391,30 4.283.912,96
40 5,70 57,04 570,36 5.703,60 | 57.036,05 | 570.360,46 5.703.604,61
50 7,25 72,45 724,52 724521 | T72.452,06 | 724.520,58 7.245.205,79

Tabelle 9: CO>-Einsparung in g COz bei differenziell-komprimierter Ubertragung im Vergleich zu unkomprimierter Ubertragung mit unterschiedlicher Anzahl an Kommunikationsrunden

und Teilnehmern. Annahme: Dateniibertragung zwischen Deutschland und Spanien mit ca. 360 g CO2/kWh
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3.5 Webbasierter Demonstrator

Parallel zu den beschriebenen Experimenten wurde ein Web-
Demonstrator entwickelt, der die Erkenntnisse aus den durch-
gefiihrten Experimenten im foderierten Setting visualisiert. In
dieser Oberflache, die in die Website des Future Energy Lab ein-
gebettet ist, erfolgen die Visualisierung der beschriebenen Expe-
rimente und eine Umrechnung der erzielten Ersparnisse durch
Komprimierung von neuronalen Netzwerken in allgemein be-
kannte Metriken. Die Oberflache lasst sich dabei in drei Teile,
auch ,Widgets“ genannt, unterteilen, die eine Zusammenstel-
lung und Analyse eines Szenarios erlauben.

1.) Auswahl-Widget

Das Auswahl-Widget wird genutzt, um ein foderiertes Lern-
szenario interaktiv zusammenzustellen. Dabei kdnnen folgende
Optionen angepasst werden:

Server-/Gerdtestandort

Um einen globales foderiertes Lernsystem zu simulieren, kén-
nen sowohl der Standort des Servers als auch der Standort der
Gerate, auf denen die Modelle trainiert werden, die sogenann-
ten Klienten, ausgewahlt werden. Da jedes Land eine andere
Kohlenstoffintensitat pro kWh Strom hat, ist die schlussendliche
CO,-Ersparnis abhéngig von diesen Parametern.

KlI-Modell und Datensatz

Ein weiterer wichtiger Faktor fiir die energetische Betrachtung
von verteiltem Lernen sind die Art eines Modells und der Daten-
satz, auf dem trainiert wird. In den Experimenten wurden Mo-
delle mit den Architekturen ResNet18, ResNet152 und Faster
R-CNN untersucht, die in der Oberflache mit ihren Datensatzen
(CIFAR1O fur Bildklassifizierung und WIDERFace fiir Objekterken-
nung) auswahlbar sind. Je groRer ein Modell und je groRer der
Trainingsdatensatz ist, desto groRer ist auch die absolute Ein-
sparung an Energie durch komprimierte Ubertragung.

Anzahl der simulierten Gerdte, Anzahl der Kommunikationsrun-
den, Heterogenitdtslevel

Weiterhin konnen die Anzahl an Geraten und damit der Klienten,
die an dem foderierten Lernszenario teilnehmen, sowie die
Laufzeit des dezentralen Trainings durch die Auswahl der Kom-
munikationsrunden dynamisch angepasst werden. Dariiber hin-
aus lasst sich Gber einen Schalter zwischen einem Szenario mit
homogenen Daten, sprich: alle Klienten haben sehr dhnliche
Datensatze, und einem heterogenen Setting, bei dem jeder
Klient meist nur Beispiele einer Klasse in seinem Trainingsda-
tensatz besitzt, umschalten.

Fortgeschrittene Filter: Upload-/Download-Geschwindigkeiten

Fur die Berechnung der Upload- und Download-Dauer der
Modelle wahrend der Ubertragung wurden die Weltdurch-
schnittswerte von Speedtest genutzt. Da diese Werte jedoch
von Land zu Land sehr unterschiedlich sind, gibt es im fortge-
schrittenen Menii die Mdglichkeit, die Upload- und Download-
Geschwindigkeiten handisch anzupassen. Im Allgemeinen kann
man sagen, dass, je langsamer die Ubertragung ist, desto mehr
Ersparnis durch Kompression erzielt wird. Dies hangt damit
zusammen, dass die Leerlaufleistung der Klienten konstant ist.

Auswahl der Eigenschaften des KI-Trainings
mit Federated Learning
Serverstandort 7

Region

Deutschland v
Gerétestandort  ?

Region

Deutschland v

KI-Modell und Datensatz 7
Resnetl8 und CIFARI0 ~

Anzahl der simulierten Gerdate 7?7

—

10 1000000
Anzahl der

Kommunikationsrunden
—n

1 50

Artder Daten ?
Heterogene Homogene
Daten o Daten

?

Art der Kommunikation 7

Vollstandig @ Differentiell
Upload-Geschwindigkeit 7
1Mb/s 1Gb/s
Download-Geschwindigkeit 7
1Mb/s 1Gb/s

Abbildung 22: Auswahl-Widget
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2.) Energieverbrauchsdiagramm soll dem Nutzer eine Vorstellung von den Energieersparnissen
Das Energieverbrauchsdiagramm visualisiert den Gesamtener- bei der Nutzung einer Standardkompression im Vergleich zur
gieverbrauch tGber die Kommunikationsrunden fiir das ausge- Nutzung des NNC-Codec liber die Zeit hinweg geben.

wahlte Szenario fiir einen Federated-Learning-Prozess mit Stan-

dardkompression und NNC-Codec im Vergleich. Diese Ansicht

Energieverbrauch eines Gerites iiber die Kommunikationsrunden

B Projektansatz [ Herkémmlicher Ansatz

Energieverbrauch (in Wh)

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24

Kommunikationsrunde

Abbildung 23: Energieverbrauchs-Widget

3.) Aquivalenz-Widget klasseauto mit Verbrennungsmotor bei fossiler Brennstoff
In diesem Widget wird die durch die Nutzung des NNC-Coders nutzung angenommen, bei der die gleiche Menge CO, ausge-
gesparte Energie im ausgewahlten Szenario mithilfe der CO,- stoRen wiirde, wie die Nutzung des NNC-Codec eingespart
Intensitdten der ausgewdhlten Server- und Klienten-Standorte hat. Da die Experimente durch die technische Plattform in
in eingesparte CO,-Mengen umgerechnet. Um diese Einsparungen  der Menge der zu simulierenden Daten begrenzt sind, wurden
besser greifbar zu machen, wird eine Fahrt mit einem Mittel- hohere Klienten-Anzahlen extrapoliert.

Einsparung von

Das ist aquivalent zu einer 127.85 km
14.83kgCO, —

Fahrt in einem Mittelklassewagen.

— /11N
Abbildung 24: Aquivalenz-Widget - m
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Die Resultate der beiden technischen Hauptrichtungen des
EEKI-Projekts konnten im Bereich Ausfiihrung und Ubertragung
von KI-Modellen Energieeinsparungen aufzeigen. Dies wurde im
Bereich Ausfiihrung durch eine optimierte Hardware-Architektur
erreicht. Im Bereich Ubertragung von KI-Modellen wurden Ein-
sparungen durch eine Optimierung der Komprimierung erzielt.
Letzteres war zundchst nicht zu erwarten, da bei komprimierter
Ubertragung zwar eine wesentlich geringere Datenrate erreicht
wird, sodass hier die eigentliche Ubertragung sehr energiespa-
rend durchgefiihrt werden kann. Andererseits muss aber fiir die
Kompression beim Sender und die Dekompression beim Emp-
fanger zusétzlich Energie aufgewendet werden. Dass sich nun
bereits bei einmaliger Ubertragung eine bessere Energiebilanz
ergibt, liegt an der verwendeten Kompressionsmethode NNC,
die hohe Kompressionsraten von KI-Modellen bei gleichzeitig
moderatem Energieverbrauch erméglicht. Damit konnten die
initial erwarteten Ergebnisse im Projekt Gibertroffen werden. Auf
dieser Basis konnen weiterfiihrende energieeffiziente KI-The-
men entwickelt werden. Dazu werden im Folgenden vier wichti-
ge Entwicklungen aufgezeigt, die bereits mit Expertinnen und
Experten sowie Marktakteuren aus Energie- und Digitalwirt-
schaft im Rahmen eines Projekt-Workshops diskutiert wurden
und die als relevant und wesentlich fiir die weitere Entwicklung
auf dem Gebiet der energieeffizienten KI bewertet werden.

4.1 Weiterfiihrende modulare Hardware-
Optimierung fiir alle KI-Prozesse

Das Ziel der Hardware-Optimierung im Projekt EEKI war bisher
die Ausfiihrung von KI-Modellen, bei denen gezeigt wurde, das
bereits trainierte neuronale Netze auf netzwerkgekoppelten
FPGA-Beschleunigern weniger Energie bendtigen. Eine erste
weiterfiihrende Optimierung ergibt sich durch eine verbesserte
Technologie im Bereich FPGAs. Hier wurden kiirzlich neueste
FPGAs entwickelt, die eine hohere Energieeffizienz und Perfor-
mance bieten. Dabei wirkt sich insbesondere der Wechsel der
Speichertechnologie auf gestapelte HBM2e-Speicher (High
Bandwidth Memory) aus, da hier eine wesentlich hohere
Speicherbandbreite (ca. 1 TB/s gegeniliber 22 GB/s bei DDR3-
SDRAM) zur Verfligung steht. Durch diese enge Speicherkopp-
lung innerhalb des FPGA-Package lassen sich bereits fiir die
entwickelten Verfahren bei der KI-Modellausfiihrung weitere
Energieeinsparungen erzielen.

Als Weiterentwicklung der bisher erreichten Energieeinsparun-
gen durch optimierte Hardware fiir die Ausfiihrung von Kl-Mo-
dellen ergibt sich die Ausdehnung der Verfahren auf das Trai-
ning von KI-Modellen. Hier wurde insbesondere auch im
Abschnitt zu den Energieeinsparungen bei der Ubertragung von
KI-Modellen in der Anwendungsumgebung des foderierten
Lernens gezeigt, dass ein groRerer Anteil der Gesamtenergie-
bilanz auf das Training entfallt. Entsprechend ergibt sich ein

Forschungs- und Entwicklungsbedarf im Bereich des energieop-
timierten Trainings. Dazu zahlt die Erweiterung der entwickelten
Hardware, also der NAAs mit FPGA-Technologie, auf das Training
als Gesamtprozess. Zuséatzlich kénnen sich weitere Energiespar-
potenziale durch eine Parallelisierung des Ki-Trainings ergeben:
Eine Moglichkeit ware hier eine optimierte Losung mit mehreren
kleineren Trainingseinheiten, zum Beispiel als netzwerkgekop-
pelte FPGA-Beschleuniger, die zusammengeschaltet werden

und dann in der Summe weniger Strom verbrauchen als ein
einziges groferes Modul.

Des Weiteren kann durch eine Skalierung der Hardware eine
direkte Anpassung an unterschiedliche Netzwerkarchitekturen
erfolgen. Je nach GroRe eines KI-Modells werden dann unter-
schiedlich viele Module zusammengeschaltet, das heil’t, kleine-
re Netze, wie MobileNet, werden auf sehr wenigen Modulen trai-
niert, wahrend groRere neuronale Netze, wie ResNet50 oder
VGG16, auf wesentlich mehr Modulen trainiert werden. Bei die-
ser modularen Architektur benétigen dann jeweils nur die akti-
ven Module Energie, sodass je nach trainierter Kl-Architektur
immer nur die minimal notwendige Energie verbraucht wird. Mit
der Ankunft der neuartigen generativen KI-Modelle im Bereich
Textvorhersage und -generierung wird der Aspekt der modula-
ren Hardware-Architektur noch relevanter, da sich die Komplexi-
tat dieser neuartigen Modelle exponentiell erhéht hat, das
heift, die Anzahl trainierbarer Parameter pro Modell liegt hier
um den Faktor 1.000 hoher als bei bisherigen Modellen. Fiir eine
Umsetzung dieses Vorhabens im grof3en Stil miissten die Modu-
le in Serie produziert werden und dafiir auch genligend Bautei-
le, wie die FPGAs, zur Verfligung stehen. Das bedeutet, hier sind
Industriepartner anzusprechen und gegebenenfalls auch zu
subventionieren, um die neuen Module in ausreichender Anzahl
fur einen zukiinftigen flichendeckenden Einsatz zur Verfligung
zu stellen. Fir die Ausstattung in den Rechenzentren ware als
Handlungsempfehlung der Austausch der Hardware nur im tur-
nusmafigen Zyklus der Hardware-Erneuerung in den Rechen-
zentren durchzufiihren, wahrend bei Erweiterungen und Neuan-
schaffung, beispielsweise zur Vergrofterung der Rechenkapa-
zitat, die neuen netzwerkgekoppelten FPGA-Beschleuniger
sofort eingesetzt werden kdénnten.

4.2 KlI-Modell-Recycling

Neben den sehr guten Ergebnissen bei der Ubertragung kompri-
mierter KI-Modelle benétigt das Training der KI-Modelle bisher
einen konstanten Energieanteil unabhéngig von der Art der
Ubertragung, wie in den Arbeiten gezeigt. Um die Gesamtener-
giebilanz weiterhin zu verbessern, miissen weiterfihrende
Arbeiten auch hier im Bereich KI-Training ansetzen. Dazu ist
eine Ausweitung von der einzelnen KI-Anwendung auf die aktu-
elle KI-Landschaft und deren Anwendungsgebiete notwendig.
Wie im vorangegangenen Unterkapitel beschrieben, ergeben
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sich zunachst Moglichkeiten zum Beispiel durch verbesserte und
modulare Hardware, das individuelle Training von Kl-Modellen
energieeffizienter zu gestalten.

Bei diesen Ansatzen wurde bisher standardmaRig jedes Kl-Trai-
ning individuell und unabhéangig von anderen (Trainings-)Pro-
zessen betrachtet. Das heil’t, in der heutigen Kl-Landschaft fin-
det fiir jede einzelne Anwendung und fiir jedes KI-Modell ein
vollstédndiges separates Training statt, was eben auch einen
grollen Energieaufwand bedeutet. Schaut man sich einzelne
Anwendungsgebiete genauer an, stellt man fest, dass oft dhnli-
che, wenn nicht gleiche Modelle auf hnlichen Daten trainiert
werden. Ein weiterfiihrender Forschungsansatz fiir groRere
Energieeinsparungen ergibt sich daher durch differenzielles
Training dhnlicher Anwendungen auf einem gemeinsamen vor-
trainierten Netz flr definierte Standardanwendungen. Diese
Standardanwendungen sind oft bereits als Referenzanwendun-
gen vorhanden und werden in wissenschaftlichen Arbeiten als
Vergleichsmethoden angegeben. Bezliglich der Energiebilanz
wiirde nun ein Teil des anfénglichen Trainings nur ein einziges
Mal erfolgen, wahrend der andere Teil dann von jeder Anwen-
dung fir sich durchgefiihrt wird. Ziel wére es dann, zu untersu-
chen, wie grol} der Anteil am vortrainierten Modell sein muss,
um weiterhin korrekte Ergebnisse in den einzelnen Anwendun-
gen zu bekommen.

Ein wesentlicher Punkt flir dieses sogenannte Modell-Recycling
waren zunachst die Katalogisierung und Sammlung vortrainier-
ter neuronaler Netze flir bestimmte und wesentliche Anwen-
dungsaufgaben. Ein Beispiel ist hier ein ResNet50-Modell, das
auf ImageNet trainiert wurde, also ein oft verwendetes Modell,
das auf einem weit verbreiteten Datensatz von Bildern zur Bild-
klassifizierung (also ImageNet) trainiert wurde. Weitere Anwen-
dungsbereiche neben der Bilderkennung sind die Objektseg-
mentierung, die Spracherkennung, die Textanalyse und
-erkennung und Weitere. Hier kann auch beriicksichtigt werden,
welche weiteren Anwendungen in den kommenden Jahren rele-
vant werden. Das heil}t, das Ziel dieser weiterflihrenden Unter-
suchungen ware die Erstellung einer Datenbank vortrainierter
Netze fiir wesentliche Anwendungsbereiche. Im Anschluss wird
nun das Modell-Recycling angewendet, bei dem fiir eine neue
Anwendung ein bereits vortrainiertes Netz einer dhnlichen
Anwendung verwendet und lediglich an den (leicht) verénder-
ten Datensatz angepasst, also weitertrainiert, wird.

Hier ware weiterhin eine Handlungsempfehlung an Industrie
und Politik, eine verlassliche und vertrauenswiirdige Basis mit-
tels Standards zu schaffen, sodass KI-Anwender auch auf diese
vortrainierten KI-Netzwerke und -Datenbanken zuriickgreifen
kénnen. Eine Moglichkeit dazu wére, nationale und internatio-
nale Standards zu schaffen, etwa liber die Beteiligung des Deut-
schen Instituts flir Normung (DIN) an den Aktivitaten der

Internationalen Standardisierungsorganisation (ISO). Bei der
ISO gibt es verschiedene Sektionen, die sich mit unterschiedli-
chen Standardisierungsthemen befassen. Eine davon ist die
Sektion 42, die sich mit Fragen und Themen zur Kl beschéftigt.
Im Rahmen des Projekts wurde ja bereits der KI-Standard NNC
fiir die energieeffiziente Ubertragung verwendet, der auch von
der ISO standardisiert wurde. Entsprechend kdnnte eine groRe-
re Standardisierung im Bereich Griine KI, hier im Speziellen mit
Standards zu vortrainierten KI-Modellen und Datensatzen, erfol-
gen, sodass im Ergebnis ein verlasslicher internationaler 1ISO-
Standard zur Verfligung steht, der vom DIN Gibernommen wird
und mit dem eine Vielzahl von Marktakteuren arbeiten wird.

4.3 Transferlernen (als selektives KI-Modell-
Recycling)

Im vorangegangenen Unterkapitel wurde das Modell-Recycling
mit standardisierten Basisanwendungen beschrieben. Um hier
eine verldssliche Grundlage zu schaffen, wurde dazu eine aner-
kannte Standardisierung im Rahmen des DIN bzw. der ISO emp-
fohlen. Auf dessen Basis kdnnen dann Kl-Anwender ihre Modelle
weitertrainieren. Da sich auch die Architekten der KI-Modelle
weiterentwickeln und veréndern, sollte das Modell-Recycling
entsprechend erweitert werden. Dies wird etwa durch das
Transferlernen erméglicht, das auch bei verédnderter Architektur
Energieeinsparungen moglich macht. Wahrend das Weitertrai-
nieren beim Modell-Recycling immer das Weitertrainieren des
gesamten Modells bedeutet, stellt das Transferlernen eine
Erweiterung dar, bei der nur relevante Teile des Modells weiter-
trainiert werden. Zuséatzlich kann sich eine Anderung des Auf-
baus bzw. der Architektur des Modells ergeben, um zum Beispiel
ein Modell fiir eine dhnliche Aufgabe mit anderen Parametern zu
ermoglichen. Ein klassisches Beispiel fir Transferlernen ist wie-
derim Bereich Bildklassifizierung angesiedelt: So kann ein neu-
ronales Netz auf die Erkennung von zehn verschiedenen Klassen
(z. B. 9 x unterschiedliche Objekte + 1 x ,,kein Objekt*) trainiert
worden sein. Durch Transferlernen soll nun dieses vortrainierte
Netz auf den Anwendungsfall mit zwei Klassen (,,Objekt vorhan-
den“vs. ,,Objekt nicht vorhanden“) umgelernt werden. Hier wird
nun lediglich die letzte Schicht gedndert und neu trainiert, da
sie nun statt zehn nur zwei Neuronen benétigt. Hier kann sich
eine verbesserte Energiebilanz im Vergleich zum Modell-Recyc-
ling ergeben, da das Weitertrainieren ausschlieBlich auf die
letzte Schicht beschrénkt bleibt.

Fiir das Transferlernen ergeben sich weiterfiihrende Forschungs-
fragen: Welche Teile der KI-Modelle sind besonders relevant und
missen weitertrainiert werden? Welche Schichten missen wei-
tertrainiert werden? Wie stark kann die Modellarchitektur verén-
dert werden? Gibt es andere relevante Komponenten im Modell,
die fuir das Transferlernen besser geeignet sind (etwa wichtige
Pfade entlang des Netzwerks statt einzelner Schichten)? Als
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Handlungsempfehlung ergibt sich auch hier die méoglichst weit-
reichende Standardisierung der Verfahren, um KI-Anwendern
eine verldssliche Basis der Technologien zu geben und insbe-
sondere das Vertrauen in die Methoden zu etablieren, damit ein
weitreichender Einsatz erfolgen kann und somit Energieeinspa-
rungen im grofden Stil moglich werden.

4.4 Kl-Modelloptimierung und Energie-
effizienz-Klassifizierung

In den vorangegangenen Unterkapiteln wurden Methoden zum
optimierten KI-Modelltraining dargestellt, bei denen zunéchst
ein gemeinsames vortrainiertes Basisnetz fiir viele dhnliche
KI-Anwendungen verwendet wird. Anschliefend wird dieses
Modell insgesamt oder in Teilen von jeder Anwendung weiter-
trainiert. Ein weiterer Forschungsansatz ist die KI-Modellopti-
mierung, wobei hier die Anwendungsgerate berlicksichtigt wer-
den. Dazu wird wieder von einer Katalogisierung wesentlicher
KI-Anwendungen und zugehdriger neuronaler Netze ausgegan-
gen, die als Teil internationaler Standards zu Griiner Kl eine Ver-
trauensgrundlage schaffen, um hier breite Marktakzeptanz und
damit einen umfassenden Einsatz der Verfahren sicherzustellen.
Als ndchste Ausbaustufe der Verfahren kann nun die spezielle
Anwendung von Kl in unterschiedlichen Endgeraten individuell
betrachtet werden. Das heilRt, dass zusatzlich die Architektur der
Modelle an das jeweilige Endgerat angepasst wird. Im Speziellen
soll das optimale Modell pro Gerétetyp (verschiedene Typen von
Handys und Laptops, aber auch loT-Gerate mit KI-Fahigkeiten)

beziiglich der Energieeffizienz gefunden und spezifiziert werden.
Im Ergebnis kdnnte dann das minimal notwendige neuronale
Netz (bezliglich der Komplexitat der Architektur sowie der
Anzahl der Schichten und damit der trainierbaren Hyperpara-
meter) identifiziert werden, das die jeweilige Analyseaufgabe

(z. B. Bildklassifizierung) ohne QualitdtseinbufRe ausfiihren
kann. Auf der Basis der dann entwickelten Griine-KI-Standards
(z. B.im Rahmen der ISO) ergibt sich die Moglichkeit, eine Ener-
gieeffizienz-Klassifizierung von KI-Anwendungen, dhnlich der
Energieverbrauchs-Klassifizierung elektrischer Geréte, zu spezi-
fizieren. Im Detail wird die energieeffizienteste Kl-Variante pro
Geratetyp als Referenz verwendet und stellt die beste Energie-
effizienzklasse mit dem geringsten Energieverbrauch dar. Auch
dies sollte wieder von vertrauenswiirdigen Standards abgedeckt
werden. Fiir weitere Anwendungen kann dann (auch gerate-
Ubergreifend) ermittelt werden, wie viel mehr Energie ein Gerat
fur den KI-Prozess im Vergleich zur Referenzanwendung beno-
tigt, und auf dieser Basis ein entsprechendes Label vergeben
werden. Als Handlungsempfehlung sollte auch hier die Akzep-
tanz der Industrie und der Verbraucher berticksichtigt werden.
Das heifdt, neben der technischen Entwicklung weiterer energie-
effizienter Ki-Verfahren sollte auch die Vergabe eines KI-Energie-
sparlabels hinsichtlich Nutzerakzeptanz untersucht werden.
Dazu gehort es, zu tiberpriifen, ob ein neues Label geschaffen
wird oder beispielsweise die bisherigen Energieeffizienzlabel
(fur elektrische Gerate) in ihrer jetzigen Form oder nur leicht
verandert genutzt werden.

Weiterfiihrende Energieeffizienzpotenziale
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5.1 Handlungsempfehlungen auf Basis der
neuen Hardware-Architektur fiir den Einsatz
in Rechenzentren:

Das Zitat von Gordon Moore, einem der Mitgriinder der Firma
Intel, wonach sich die Effizienz von Computerchips im Durch-
schnitt alle zwei Jahre verdoppelt, ist weltberiihmt. Dabei ist
bekannt, dass diese Entwicklung aufgrund physikalischer
Einschrankungen irgendwann zu einem Ende kommt. Die
Ergebnisse des Projekts zeigen exemplarisch, dass in der Infor-
mations- und Kommunikationstechnik (IKT) auch noch andere
Energieeffizienzpotenziale existieren - beispielsweise indem
Chips, wie in diesem Projekt vorgenommen, neuartig verschal-
tet werden. Besonders hervorzuheben ist dabei ein in der Regel
sehr positives Kosten-Nutzen-Verhaltnis: Auf volkswirtschaftli-
cher Ebene werden die Entwicklungskosten fir Effizienzsteige-
rungen normalerweise liberkompensiert. Lasst man Rebound-
Effekte unberiicksichtigt, besteht auch aus einer Nachhaltig-
keitsperspektive eine positive Kosten-Nutzen-Relation. Das
Besondere an den in diesem Projekt verfolgten Ansatzen ist,
dass keine direkten Rebound-Effekte zu erwarten sind, da die
Energieeffizienz nicht durch eine gesteigerte Recheneffizienz
der Hardware erreicht wurde, auf der KI-Anwendungen selbst
laufen. Stattdessen wurde sie durch die Reduzierung der Server-
leistung zur Steuerung dieser Hardware erzielt. Die Forderung
der Energieeffizienzforschung in der IKT ist lohnenswert, da sie
in der Regel zu enormen Skaleneffekten fiihrt. Es ist daher
empfehlenswert, die 6ffentliche und private Forschung auf
diesem Gebiet weiter voranzutreiben.

Die Forderung der Forschung zu energieeffizienten KI-Anwen-
dungen ist auch dann sinnvoll, wenn diese Anwendungen netto
fur mehr Energieeinsparung als -verbrauch sorgen. Denn der
Verbrauch der Anwendung selbst bleibt immer positiv. Je mehr
er gesenkt werden kann, desto besser. Selbst wenn in Zukunft
die Energieversorgung zu 100 Prozent erneuerbar sein sollte,
sind Energieeffizienzsteigerungen nach wie vor sinnvoll.

Damit die im Projekt erreichten Effizienzsteigerungen einen
klimawirksamen Effekt erzielen, miissen sie in einem nédchsten
Schritt in der Praxis zur Anwendung kommen. Wir empfehlen
daher, die unter Laborbedingungen getesteten Methoden in
der Praxis einzusetzen, um die Ergebnisse im Feld zu bestati-
gen. Fur die entwickelte Hardware-Architektur mittels FPGA
bedeutet dies, diese Architektur in einem Rechenzentrum zu
verbauen und nach Bestatigung der Ergebnisse Anreize zu
setzen, diese Methode unter kommerziellen Bedingungen an-
zuwenden. Perspektivisch kdnnten Rechenzentren im groRen
Stil die entsprechende Hardware-Architektur implementieren
und so eine Verringerung des Gesamtstromverbrauchs errei-
chen. Heute sind Rechenzentren groRtenteils noch wenig spezi-
alisiert: Das bedeutet, sie sind darauf ausgerichtet, alle mogli-
chen Rechenaufgaben zu libernehmen anstatt ausgewdhlte, fiir

deren Umsetzung ihre Hardware besonders geeignet ist. Aus
Sicht des Betreibers eines Rechenzentrums mag dies heute
noch sinnvoll sein. In Zukunft wird der Rechenaufwand voraus-
sichtlich aber so stark steigen, dass die Spezialisierung auf
bestimmte Rechendienstleistungen einen Wettbewerbsvorteil
darstellen kann. Es ist daher empfehlenswert, friihzeitig die
notwendigen Rahmenbedingungen zu schaffen, um Anreize
fiir spezialisierte Rechenzentren zu setzen. Hier sind Gesetz-
geber zur Anreizschaffung und die Betreiber von Rechenzentren
zur Adaption gleichermaRen angesprochen. Der Anreiz zum
Einbau energiesparender Hardware sollte durch weitere,
schérfere Effizienzvorgaben bzw. -anreize bei neuen Rechen-
zentren oder fiir neu eingebaute Hardware-Komponenten
gefordert werden.

5.2 Handlungsempfehlungen auf Basis der
Kompression der Ubertragung beim
foderierten Lernen

Das foderierte Lernen wird sich absehbar stark verbreiten. Ein
Grund ist die Datenschutzfreundlichkeit dieses Ansatzes: So
missen Unternehmen und Organisationen, die die Entwicklung
einer eigenen Kl-Anwendung beauftragen, dafiir keine oder nur
wenige Daten teilen. Stattdessen kann die KI-Anwendung auf
eigenen Servern und nicht auf den Servern des beauftragten
Dienstleisters trainiert werden. Es ist daher empfehlenswert,
den im Projekt entwickelten Ansatz fiir eine energieeffizien-
tere Dateniibertragung ziigig in der breiteren Anwendung zu
testen, damit er sich idealerweise parallel mit dem foderier-
ten Lernen verbreitet. Dies sollte im Sinne der Auftraggeber
und Auftragnehmer der Entwicklung von KI-Anwendungen sein,
da hierdurch Strom und damit Kosten gespart werden. Zusatz-
lich empfehlen wir, zu untersuchen, inwiefern die Einfiihrung
eines Industriestandards an dieser Stelle sinnvoll ist, der eine
Nutzung energiesparender Ansatze des foderierten Lernens
etabliert. Perspektivisch konnen die Ergebnisse auch Aus-
gangspunkt fiir die Entwicklung eines Energieeffizienzstan-
dards fiir KI-Modelle sein - hardware- wie softwareseitig.

So lieRen sich fiir verschiedene KI-Modelle Benchmarks fiir den
Stromverbrauch setzen und es lieRe sich eine Klassifizierung er-
stellen - vergleichbar mit der EU-Effizienzklassifizierung fiir
Elektrogerate. Dieser und weitere Vorschlage wurden in Kapitel 4

aus einer technischen Perspektive ndher betrachtet und diskutiert.
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Im EEKI-Projekt wurden zwei wesentliche, weil zunehmend
genutzte KI-Anwendungsbereiche auf mogliche Stromeinspa-
rungen hin untersucht. Der erste Anwendungsbereich war die
Nutzung von FPGAs zur Ausfiihrung fertiger KI-Anwendungen.
FPGAs eignen sich daflir in der Regel besser als klassische GPUs
oder CPUs, da sie aufgrund ihrer flexiblen Schaltkreise besser an
spezifische KI-Anwendungen angepasst werden kdnnen. Das be-
deutet, die KI-Anwendung kann schneller ausgefiihrt werden. Es
ist daher davon auszugehen, dass FPGAs in Zukunft noch stérker
zur Ausfiihrung von KI-Anwendungen genutzt werden. Im die-
sem Projekt wurde zunédchst der Energieverbrauch von FPGAs
ermittelt und anschlieRend ein Weg gefunden, diesen Energie-
verbrauch noch weiter zu senken. Erreicht wurde dies mittels ei-
ner neuartigen Verschaltung der FPGAs, wodurch in Rechenzen-
tren weniger Server bendtigt werden und so Energie eingespart
wird. Dabei konnten Energieeinsparungen von bis zu 31 Prozent
nachgewiesen werden.

Fir den zweiten Anwendungsfall wurde zunéchst der Stromver-
brauch bei der Ubertragung neuronaler Netze untersucht, wie
sie beim féderierten Lernen zum Einsatz kommt. Anschlielend
wurde der Stromverbrauch bei der Ubertragung durch den Ein-
satz energieeffizienter Kompressionsverfahren verringert und
am Beispiel des foderierten Lernens evaluiert. Durch die hohe
Kompression neuronaler Netze ohne Qualitatsverlust konnte die
Ubertragung der komprimierten Daten wesentlich energieeffizi-
enter erfolgen als ohne Datenkompression. Dies schlief3t auch
die zusatzlichen Energieaufwande flir Kompression und Dekom-
pression mit ein, sodass sich bereits bei einmaliger Ubertragung
an ein Gerat, das am Training teilnimmt, relativ grofRe Energie-
einsparungen ergeben. Die Energieeinsparungen addieren sich
mit zunehmenden Ubertragungen. Sie sind absolut wesentlich
hoher fiir Anwendungen, bei denen ein haufiges Modell-Update
stattfindet, sowie bei foderierten Lernverfahren mit stetigem
Datenaustausch. Bei diesem Verfahren konnten Einsparungen
von 65 Prozent ermittelt werden.

Beide Verfahren wurden entwickelt, da aufgrund der stark
wachsenden Verbreitung des Einsatzes von Kl davon auszuge-
hen ist, dass sowohl FPGAs als auch das foderierte Lernen
vermehrt eingesetzt werden. Dadurch bieten Energieeffizienz-
steigerungen an diesen Ansatzpunkten groRe Mehrwerte. Das
Projekt hat gezeigt, dass erhebliche Stromeinsparungen reali-
sierbar sind, was zuvor nicht zu erwarten war. Damit die Ergeb-
nisse ihre Wirkung entfalten, gilt es nun, die Energieeinsparun-
gen unter Realbedingungen zu bestatigen. Das bedeutet, die
entwickelte Hardware-Komponente mit FPGAs in einem Re-
chenzentrum zu installieren sowie die Kompressionsverfahren
in einem groRflachigen féderierten Lernprozess anzuwenden.
Anschliefend kénnen beide Verfahren in der Breite zum Einsatz
kommen und damit einen erheblichen Beitrag zum Klimaschutz

leisten. Dariiber hinaus wurden im Projekt auf Basis der erhalte-
nen Ergebnisse weiterflihrende Entwicklungsmoglichkeiten
identifiziert, mit denen weitere Energieeinsparungen erreicht
werden kénnten. Die erzielten Ergebnisse sind damit potenziell
Ausgangspunkt fiir eine Reihe an Energiesparmoglichkeiten. Ins-
besondere die Nutzung der FPGA-Hardware-Architektur fiir das
Training von KI-Anwendungen, auch in Kombination mit fode-
riertem Lernen unter Einsatz des entwickelten Kompressions-
verfahrens, ist hier hervorzuheben, da beide Verfahren kombi-
niert werden kdnnten.

Das EEKI-Projekt markiert das erste Pilotprojekt des Future
Energy Lab, in dem Hard- und Software-Teile gebaut wurden,
um Kl energieeffizienter zu machen. Neben vielen Projekten,

in denen bereits das Anwendungspotenzial von Kl fiir die Ener-
giewende und den Klimaschutz aufgezeigt und erforscht wurde,
soll dieses Projekt ausdriicklich zeigen, dass dabei der Strom-
verbrauch und der 6kologische FuBabdruck von Kl selbst nicht
aufler Acht gelassen werden diirfen. Dem Projekt lag ein explo-
rativer Ansatz zugrunde. Das Ergebnis hatte auch lauten kon-
nen, dass keine oder nur wenig Energieeinsparungen moglich
sind. Dass die Einsparungen so hoch ausfallen, war nicht zu er-
warten und stellt damit einen potenziellen Meilenstein auf dem
Weg zu nachhaltigerer Kl dar.
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